&

Mittuniversitetet

MID SWEDEN UNIVERSITY

Informatik
Institutionen for Data- och systemvetenskap

Diskriminerande utfall fran
maskininlarningsmodeller

En kvalitativ studie av identifierade faktorer och
losningar for diskriminerande utfall

Examensarbete

Forfattare: Johan Eriksson & Ebba Wedin

Huvudomrade: Informatik

Hogskolepoédng: 15 hp

Niva: Kandidat (C)

Termin: HT20

Handledare: Karin Ahlin

Examinator: Thomas Persson-Slumpi

Kurskod: IK100G

Utbildningsprogram: Informatik med inriktning systemutveckling



Sammanfattning

I en vérld dér artificiell intelligens och maskininldrning véxer och sprids i samhéllet 6kar samtidigt dess
paverkan och konsekvens for médnniskor. Tekniken anvénds i tjdnster som ménniskor anvinder varje
dag. Bade privat men dven i ett kommersiellt sammanhang, exempelvis sociala medier och for att
identifiera bedrédgerier inom banksektorn. Tidigare studier visar att maskininldrningsmodeller kan ge
diskriminerande utfall nédr det kommer till bland annat kdn och etnicitet. Denna studie syftar till att
undersoka hur man, i systemutvecklingsprojekt dér maskininlérning anvénds, arbetar for att motverka
diskriminerande utfall. Studien undersoker bade vilka faktorer som bidrar till att diskriminerande utfall
uppstar, samt vilka losningar som finns for att motverka problemet. Studien genomfors pa ett globalt
IT-konsultbolag.

For att undersdka omradet har en studie, med kvalitativ forskningsmetodik genomforts. Det empiriska
materialet har samlats in via sex stycken semistrukturerade intervjuer. Samtliga respondenter som
deltagit 1 studien arbetar inom samma organisation i olika systemutvecklingsprojekt samt med
varierande erfarenheter inom omradet. Respondenterna har valts ut genom ett subjektivt urval baserad
pa deras erfarenhet inom omréadet samt i relation med studiens syfte.

Studiens resultat visar att den mest avgorande faktorn for uppkomst av diskriminering ér tréningsdatat
som modellerna trédnas med. Flertalet 16sningar for att motverka diskriminerande utfall har dven
identifierats i studien. Studiens resultat skiljer sig till viss del mot den tidigare forskning som gjorts inom
omradet. Géllande faktorer ar tidigare forskning och studiens resultat eniga om att datat 4r den avgdérande
faktorn som bidrar att diskriminerande utfall uppstar fran maskininldrningsmodeller. Den stdrsta
skillnaden bland 16sningarna &r att tidigare forskning visar pa mer specifika tekniker och verktyg som
anvinds for att identifiera eller mildra diskriminerande utfall, medan resultatet i studien visar mer mjuka
varden och nistan inga specifika tekniker alls. I studiens resultat ses exempelvis den enskilda individen
som en central del i processen istillet for automatiska tekniker och verktyg. Vidare framkommer det i
resultatet blandade &sikter gillande ansvaret for maskininldrningsmodeller samt behov av regleringar pé
omrédet.

Studiens slutsats &r att datat &r den mest avgorande faktorn till att diskriminerande utfall uppstar i
maskininldrningsmodeller. Modellerna ar inte diskriminerande i sig, utan de speglar bara triningsdatat.
Om datat innehaller diskriminering kommer modellen att l4ra sig detta och slutligen ge diskriminerande
utfall. Sjdlva grundproblemet till detta 4r manniskan som skapat de fordomar som finns i samhallet vilket
ar dar trdningsdatat samlas in fran. Samtidigt visar studiens resultat att ménniskan idag &r en central del
i processen med att badde motverka och identifiera diskriminerande utfall frdn maskininldrningsmodeller.



Abstract

In a world where artificial intelligence and machine learning are growing and spreading in society, its
impact and consequence for people is increasing. The technology is used in services that people use
every day. Both privately but also in a commercial context, for example social media and to identify
fraud in the banking sector. Previous studies show that machine learning models can give discriminatory
outcomes when it comes to, among other things, gender and ethnicity. This study aims to investigate
how, in system development projects where machine learning is used, one works to counteract
discriminatory outcomes. The study examines both the factors that contribute to the emergence of
discriminatory outcomes, as well as the solutions that exist to counteract the problem. The study is
conducted at a global IT consulting company.

To investigate the area, a study, with qualitative research methodology, has been conducted. The
empirical material has been collected through six semi-structured interviews. All respondents who
participated in the study work within the same organization, in different projects and with varying
experiences in the area. The respondents have been selected through a subjective selection based on
their experience in the field in relation to the purpose of the study.

The results of the study show that the decisive factor for the emergence of discrimination is the training
data which the models are trained with. The majority of solutions to counteract discriminatory outcomes
have also been identified. The results of the study differ to some extent from the previous research done
in the field. Regarding factors, previous research and the results of the study agree that data is the
decisive factor that contributes to discriminatory outcomes arising from machine learning models. The
main difference among the solutions is that previous research shows more specific techniques, which
are used to identify or mitigate discriminatory outcomes, while the results of the study show softer values
and almost no specific techniques at all. In the results of the study, for example, the individual is seen
as a central part of the process instead of automatic techniques and tools.

The study concludes that data is the most decisive factor in discriminatory outcomes in machine learning
models. The models are not discriminatory in themselves, they only reflect the training data. If the data
contains discrimination, the model will learn this and ultimately give discriminatory outcomes. The very
basic problem for this is the human being, who creates the prejudices that exist in society and from
which the data is collected. At the same time, man is a central part of the process of reducing
discriminatory outcomes and is needed to counteract this problem.
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1 Introduktion

Utvecklingen av Artificiell intelligens (Al) har blivit ett allt mer véixande omréde bade inom forskningen
men dven i vart samhélle (Parsheera, 2018). Ett omrade inom Al 4r maskininldrning (ML). ML anvénder
olika algoritmer som &r en uppsattning instruktioner for att l6sa ett problem (Moschovakis, 2001). ML
ar en process fOr att ldra datorer olika regler utan att ge den direkta instruktioner nér den 4r i bruk. Dessa
instruktioner finns istéllet forprogrammerade i algoritmerna. Utifrén algoritmerna hittar sedan ML-
modellen regler och monster, och kan utifrdn dessa gora olika forutsidgelser pd den data som matas in.
Tekniken runt ML é&r dataintensiv och har en viktig del i de forutségelser som slutligen sker. For att
mdjliggora sé exakta resultat som mojligt behovs dérfor stora mangder data (Sang, 2021).

I stora drag handlar ML om att forsoka efterlikna hjdrnans forméga att 16sa komplexa problem och dra
slutsatser (Bini, 2018; Reddy och Shyam, 2018). ML anvénder modeller for att hantera, bearbeta och
analysera data. Nér man arbetar med ML i olika systemutvecklingsprojekt méste modellerna forst tranas
med utvald tréningsdata for att modellen ska léra sig identifiera monster (Bini, 2018). Dérefter testas
och utvérderas precisionen i utfallen som modellen ger och jimfor det mot ett forvéntat resultat. Detta
sker iterativt tills en 6nskad niva av exakthet nas (Haeberle et. al, 2019). Slutligen, nir en 6nskad niva
ar nadd, kan modellen borja ta in riktig data och utfora prediktioner pé den istéllet (Alpaydin, 2014).

Exempel pad omréden i samhéllet dir ML anvénds idag &r inom sjukvarden, bank och finans samt inom
robotiken. I sjukvérden anvénds tekniken till att identifiera sjukdomar som cancer samt forbéttra
processen for att forutséga cancerdiagnoser (Deepti, 2020). Bank- och finanssektorn anvénder tekniken
for att upptécka bedrégerier och har blivit en mycket viktig teknik for att motverka detta (Nayak, 2019).
Ett annat populért omrdde dir ML anvénds dr inom robotiken dér robotar kan utvecklas for att utfora
ménskligt arbete och for att komplettera ménniskan. Robotar kan i manga fall effektivisera och hjilpa
till att forbéttra det ménskliga arbetet (Galin och Meshcheryakov, 2020).

Idag finns det forskning som visar att det finns ett problem med diskriminerande utfall frin ML-modeller
som anvénds i samhéllet idag (Iosifidis et al., 2019). Studier som har granskat utfall frain ML-modeller
har pévisat underliggande fordomar i forhallande till etnicitet (Buolamwini & Gebru, 2018; Garvie et
al., 2016) men dven i fragor gillande kon (Leavy et al., 2020; Parsheera, 2018). Nagra omraden dar
diskriminering inom ML har uppstitt dr inom straffréttsliga fragor, kreditupplysningar och i
ansiktsigenkdnning (Vetro, 2019).

Biswas och Mukherjee (2019) menar att det finns ett behov av att undersoka ML-modeller och se om
de ér diskriminerande gentemot specifika grupper av individer. Detta for att ML anvinds i stor
utstrdckning i samhéllet och for att det &r en teknik som hjilper ménniskan att ta viktiga beslut, som i
slutéindan péverkar ménniskor bade pa individ- och samhéllsniva. Parsheera (2018) menar att ML &r ett
allt mer vixande omrédde som formodligen kommer att vara en énnu storre del av samhéllet i framtiden.
Utifran ovanstdende argument blir ML ett viktigt omrade att undersoka da det finns risk for negativa
konsekvenser, bade pa individnivdi men dven vidare pa samhéllsnivd, om man inte arbetar for att
motverka diskrimineringarna (Parsheera, 2018).

En stor del av aktuell forskningen inom omradet har fokuserat pa att presentera tekniska verktyg som
kan identifiera och mildra befintlig diskriminering i ML-modeller (Aggarwal et al. 2019; Dev och
Phillips, 2019). Daremot ar det fa studier som har genomforts med fokus pé att analysera hur man arbetar
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med ML i systemutvecklingsprojekt i kombination med de svérigheter och behov som finns kring
diskriminerande utfall fran ML-modeller (Holstein et al., 2019). Holstein et al. (2019) menar vidare att
det finns en stor skillnad i de behov som branschen har gentemot de omradden som den aktuella
forskningen fokuserar pa. Av dessa anledningar dr det intressant att undersoka hur man arbetar for att
motverka diskriminerande utfall fran ML-modeller.

1.1 Syfte

Syftet med denna studie &r att undersdka hur man, i systemutvecklingsprojekt baserad pd ML, arbetar
for att motverka att diskriminerande utfall uppstér.

1.2 Forskningsfragor

Ett forsta steg med att motverka diskriminerande utfall fran ML-modeller &r att identifiera vart ett
problem hirstammar ifran. Darfor kommer denna studie forst att undersoka vilka faktorer som bidrar
till diskriminerande utfall. Studien kommer ocksa att undersoka vilka Iosningar som finns for att
motverka problemet. Av dessa anledningar kommer studien att utgé fran foljande forskningsfragor for
att uppna syftet:

- Vilka faktorer bidrar till att diskriminerande utfall uppstar frdn ML-modeller inom
systemutvecklingsprojekt?

- Vilka lgsningar anvénds inom systemutvecklingsprojekt for att motverka att diskriminerande
utfall uppstér frén ML-modeller?



2 Metod

I foljande kapitel beskrivs den metod som anvénts i studien. Forst presenteras studiens
forskningsmetodik f6ljt av studiens planering. Dérefter beskrivs metoden for datainsamling foljt av en
beskrivning av hur materialet analyserats. Slutligen presenteras dven de etiska vervigandena som gjorts
1 samband med studien.

2.1 Forskningsmetodik

Studiens syfte ér att undersdka hur man, i systemutvecklingsprojekt baserad pa ML, arbetar for att
motverka att diskriminerande utfall uppstar. Wallén (1996) menar att kvalitativa studier passar bra dér
det omrade som ska undersokas &r tvetydigt och subjektivt, och inte kan métas pa ett enkelt sétt. Av den
anledningen valdes en kvalitativ forskningsmetodik for studien. Ett kvalitativt synsétt riktar fokus mot
individen och anvénder ord och bilder som analysenhet istéllet for siffror (Denscombe, 2018). Istdllet
for att objektivt granska hur en verklighet ser ut studeras det hur individen tolkar och formar sin
verklighet. Det &r viktigt att intressera sig for hur individen tolkar och upplever verkligheten i relation
till sina erfarenheter och tidigare kunskaper (Backman, 2016). En kvalitativ ansats ger darfor mojlighet
att utforska hur man i systemutvecklingsprojekt baserad pd ML arbetar for att motverka diskriminerande
utfall fran ML-modeller.

2.2 Planering av studie

For att skapa en strukturerad och tydlig plan dver studiens genomforande och vilka aktiviteter som skulle
ingé utformades en oversiktlig planering av hela studien. Eftersom studien hade en begrénsad tidsperiod
var det viktigt att tidigt planera in alla de aktiviteter som skulle genomforas. Ett digitalt verktyg, vid
namn Miro, anvéndes nér planeringen utformades. I verktyget skapades ett digitalt schema for hur 1dng
tid det fanns tillgéngligt for studien samt uppskattning av tidsatgang for de aktiviteter som skulle
genomforas, vilket Denscombe (2018) foreslar. Denna planering uppdaterades direfter kontinuerligt
under studiens genomférande for att hela tiden se att studien var i fas. Ytterligare ett digitalt
planeringsverktyg, Trello, anvindes dér mer specifika aktiviteter noterades medan Miro mer hade en
overgripande planering.

2.3 Datainsamling

I f6ljande kapitel beskrivs hur studiens datainsamling genomforts. Forst presenteras studiens metodval.
Darefter foljer ett kapitel for arbetet med frageguiden f6ljt av en beskrivning av urval av respondenter.
Slutligen beskrivs genomforandet av de semistrukturerade intervjuerna.

2.3.1 Metodval

Den datainsamlingsmetod som valts for studien ar semistrukturerade intervjuer. Intervjuer ger mojlighet
att finga in asikter, uppfattningar och erfarenheter fran de tillfragade (Denscombe, 2018). For att ta vara
pa varje respondents kunskap och erfarenhet inom omradet var det viktigt att kunna stélla foljdfragor
vid intervjuerna. Av den anledningen var intervjuerna semistrukturerade for att skapa forutséttningar for
varje respondent att utveckla sina idéer, erfarenheter och asikter pa ett utforligt och detaljerat sétt
(Wallén, 1996). Datainsamlingsmetoden passade &ven bra eftersom det utforskade omradet var ett
specifikt omrade som kan uppfattas som komplext om man inte &dr insatt samt krdvdes en djupgéende
forstaelse och kunskap hur olika faktorer var ssmmanlénkade (Denscombe, 2018).



2.3.2 Intervjuguide

Denscombe (2018) menar att datainsamlingen syftar till att besvara studiens syfte. Fokus var dérfor att
utgd frén studiens syfte och forskningsfragor nér intervjufragorna skapades. Fragorna baserades dven pé
studiens teori som har tva tydliga uppdelningar; faktorer och 16sningar. Av den anledningen delades
dven intervjufragorna upp i denna uppdelning. De forsta frdgorna i frageformuléret dr formulerade for
att ge respondenten mojlighet att slappna av och finna sig till ritta. Denscombe (2018) menar att det kan
vara bra att borja med en “létt” frdga som handlar om nédgonting som respondenten kan ha en genomténkt
uppfattning av och som ligger dem nira. De inledande fragorna berdérde darfor respondentens bakgrund
och intresse till omrédet. Dérefter dvergick frdgoma i intervjuguiden till mer direkta fragor om
respondenternas arbete och erfarenheter kring omradet. Utover de frdgor som samlades i intervjuguiden
stédlldes fler fragor under intervjuerna som inte finns med i intervjuguiden, utan som spontant stélldes
under intervjuerna som foljdfragor kring det som uppkom. Detta for att fa en béttre forstaelse kring
respondentens asikter och uppfattningar.

Intervjuguiden innehéller totalt 12 huvudfrdgor och finns att se i sin helhet i bilaga 1.

2.3.3 Urval

For att uppné studiens syfte krédvdes det insikter och kunskap p&d omradet som skulle studeras. Ett
subjektivt urval anvéindes eftersom problemomradet var tekniskt och komplext dér det viktigaste for
studiens resultat var att respondenterna som ingick i studien hade erfarenhet och kompetens pa omradet
kring ML. Ett subjektivt urval ger forskaren mojlighet att vilja de respondenter som med storsta
sannolikhet har den erfarenhet och kunskap som efterfragas (Denscombe, 2018).

Eftersom studien genomfordes inom ett och samma IT-konsultforetag innebar det att samtliga
respondenter var anstédllda inom samma organisation, vilket gav mdjlighet att avgrénsa studien. En bred
datainsamling mojliggjordes dé respondenterna kom fran olika avdelningar samt med olika erfarenheter
och utbildning. En kontaktperson fran IT-konsultforetaget, som har stor erfarenhet kring omrédet som
studien skrevs inom, hjilpte oss att komma i kontakt med personer som hade den relevanta kunskapen
och erfarenheten som efterfragades.

Denscombe (2018) beskriver att om de personer som intervjuas ér nyckelpersoner som valts ut for att
de dr experter, specialister eller mycket erfarna inom omrédet &r deras trovirdighet hog att de talar
sanning samt att de kan besvara intervjufragorna. For att uppné detta genomfordes ett méte, i borjan av
studien, med kontaktpersonen dér studiens syfte diskuterades for att sdkerstélla att kontaktpersonen
forstod vilken kunskap som efterfridgades. Nar kontaktpersonen sedermera valde ut dessa personer
utgick hen ifrén vilka arbetsroller samt erfarenheter personerna hade och satte dessa i relation till
studiens syfte. Utifran detta kunde kontaktpersonen vélja ut och avgora vilka personer som hade rétt
kunskap inom omrédet, eftersom kontaktpersonen sjilv arbetat inom de flesta olika roller som finns
inom ML for denna organisation. De personer som slutligen valdes ut hade kontaktpersonen antingen
sjélv arbetat med eller kommit i kontakt med pa annat sitt via arbetet, och visste darfor vilken kunskap
de besatt. Via detta urval kunde det sékerstéllas att respondenterna hade tillrdcklig erfarenhet for att
delta i studien. Vidare hade de personer som valdes ut dven kunskap frén tidigare roller som gick att
applicera inom omradet kring ML, vilket kontaktpersonen dven visste. P4 grund av detta har darfor alla
respondenter inte ett flertal ars erfarenhet inom just ML eftersom ML ér ett sé pass nytt omréde, men de
har arbetat med liknande uppgifter i andra projekt vilket kontaktpersonen visste om.



Antalet respondenter som ingick i studien bestdmdes utifrdn en kombination av tillgénglig tid for
projektet samt den atkomst till relevanta respondenter som fanns. Totalt skickades forfragan om att stélla
upp i studien till 12 personer som slutligen resulterade i att sex personer deltog som respondenter i
studien.

En tabell med beskrivning av de deltagande respondenterna for studien:

Respondent Roll Erfarenhet

R1 Dataanalytiker 2 &r inom maskininlarning + universitetsutbildning
inom maskininldrning pa 5 éar

R2 Dataingenjor 2 ar inom maskininlérning + tidigare erfarenhet av
avancerad analys

R3 Dataanalytiker 2 &r inom maskininldrning + tidigare erfarenhet av
analytics och datastatistik

R4 Systemutvecklare inom ML | 3 ar inom maskininlérning + 2,5 &r som

strategikonsult, systemutvecklare samt
avdelningschef for maskininldrningsprojekt

R5 Dataanalytiker 1,5 &r inom maskininlérning 1,5 ar inom
maskininldrning + tidigare erfarenhet kring
optimeringsproblem och fysik

R6 Dataanalytiker 3 ar inom maskininlérning + tidigare erfarenhet av
forvaltning av analysplattformar

Tabell 1. Beskrivning av deltagande respondenter i studien

2.3.3.1 Foljebrev

Niér respondenterna blev tillfrdgad om att inga i studien skedde det genom att ett mejl skickades ut till
dem med en beskrivning av studien och en forfrdgan om att stélla upp. De personer som fick detta mejl
var utvalda utifrén beskrivningen under kapitel 2.7.3 Urval. I detta mejl bifogades ett foljebrev for att
forklara for respondenterna vad studiens syfte var samt vad som efterfragades av dem.

Denscombe (2018) menar att det &r viktigt redan vid inbjudan att veta vad den uppskattade tiden for
genomforandet av intervjun &r for att respondenten ska veta om de kan ata sig uppgiften att stilla upp. I
inbjudan fanns darfor en beskrivning kring intervjuernas genomforande, forvéntad tidsatgang, bakgrund
till varfor studien skulle genomforas, samt en kort presentation av oss som skulle genomfora studien.
Foljebrevet finns att se i bilaga 2.

2.3.4 Genomforande

Intervjuerna genomfordes digitalt dir en person intervjuades at gangen. Digitala mdten valdes pa grund
av den radande pandemin i samhaillet vilket gjorde att intervjuerna inte kunde ske fysiskt pd samma
plats. Detta medforde samtidigt att urvalet inte behdvde begrinsas utifrdn en specifik ort, utan
respondenterna kunde véljas med ett subjektivt urval utifrén vilka som var mest kvalificerade for studien
(Denscombe, 2018). Personliga intervjuer valdes eftersom det var enklare att arrangera och planera nir
f& personer ér inblandade samt for att fokusera pa varje respondents &sikter (Denscombe, 2018).
Denscombe (2018) menar vidare att en forskningsintervju skiljer sig avsevért mot ett vardagligt samtal.
De kréver planering, koncentration och anstrangning for att lyckas. Intervjuerna har utgétt frdn samma
fragor men tagit olika riktning beroende respondentens erfarenhet och kunskap. Respondenterna fick
inte tillgéng till fragora pa forhand eftersom deras svar inte skulle vara forberedda pé nagot sétt, utan
istdllet vara av mer spontan natur. Mélet har varit att sétta respondenten i centrum dér vi som forskare
ar med for att lyssna och léra samt for att f4 respondenten att dppna sig kring sina erfarenheter och
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asikter (Denscombe, 2018). Personliga intervjuer underléttar ocksd vid efterarbetet nér intervjuerna
sedermera ska transkriberas och den talande respondenten ska identifieras (Denscombe, 2018).

For att genomfora intervjuerna anvéndes det digitala verktyget Zoom. Verktyget valdes d& det gav
mdjlighet till att dela ljud och video samt att det tillgodoség inspelningsmojligheter i ett och samma
verktyg. Verktyget kréver inte heller att respondenten installerar ndgon programvara pé datorn, utan
respondenten kan ansluta till métet direkt via en webblésare vilket minskade risken for teknikproblem
(Denscombe, 2018). Lénken till motet skickades ut i god tid via mail till varje respondent i samband
med att en intervju bokades.

2.3.4.1 Forberedelser

Denscombe (2018) menar att syftet med studien och bakgrund till forskarens intresse av &mnet bor lyftas
tidigt. Det dr dven viktigt att forskaren stimmer av med respondenten att det &r okej att intervjun spelas
in om detta ska ske sé att respondenten ger samtycke till detta och dr medveten om att intervjun spelas
in (Denscombe, 2018). Darfor beskrevs bakgrunden och syftet med studien innan intervjun pabdrjades
och efter att respondenten givit samtycke med att intervjun spelades in pabdrjades intervjun.

2.3.4.2 Under intervju

Niér en intervju paborjats hade, den av oss som inte stillde fradgorna, ansvar att se till att intervjuerna
genomfordes inom det uppskattade tidsomfanget. Darefter delades ansvaret for att se till att alla
planerade frdgor blev besvarade. Denscombe (2018) beskriver nagra aspekter vilka togs i beaktning
under intervjuerna. Dessa aspekter var:

- Identifiera de huvudpunkter som respondenten anfor och de prioriteringar som respondenten
ger uttryck for. Detta gjordes genom att vid nagra tillfillen sammanfatta vad respondenten sagt
for att bekréfta att respondentens huvudpunkter tolkats pa rétt stt.

- Sok den underliggande logiken i det som respondenter sédger. Detta gjordes genom att stélla
foljdfrdgor for att fA fram mer om det respondenten beréttade. Till exempel ombads
respondenten att utveckla det som tidigare sagts.

- Leta efter motsdgelser och inkonsekvenser i den standpunkt som respondenten ger uttryck for.
Ifall det var ndgon respondent som sa emot sig sjélv géllande vissa aspekter togs detta upp for
att klargora dennes asikt. Respondenten kunde da uppmanas att utveckla for att skapa ytterligare
forstaelse kring stdndpunkterna.

- Var uppmdrksam pd om respondenten bérjar ge svar som dr avsedda for att behaga
intervjuaren. For att inte fa in svar som var avsedda for att behaga anvéndes ett neutralt
mottagande av de svar som respondenterna gav for att inte visa egna asikter rorande fragorna.

Samtliga intervjuer spelades in for att underlitta det efterfoljande analysarbetet samt for att tillata en
fullstandig nirvaro vid intervjutillfillena. Inspelningarna gav samtidigt en permanent dokumentation av
det empiriska materialet och minimerade risken att ndgon information missades samt med enkelhet kan
kontrolleras av andra forskare om s& behdvs (Denscombe, 2018). Eftersom intervjuerna skedde digitalt
anvéndes Zooms inbyggda inspelningsfunktion for upptagning av intervjuerna.



2.3.4.3 Avslutning av intervju

Niér intervjuerna sedan skulle avslutas och alla fradgor hade avhandlats stélldes en avslutande fraga till
respondenten om den hade ndgot ytterligare som den ville ta upp, fortydliga eller tilligga. Detta i
enlighet med Denscombe (2018) som menar att man alltid ska fréga respondenten om den har nagot som
den vill papeka eller ta upp som &nnu inte tagits upp. Dérefter tackades respondenten for att denne stéllt
upp och métet avslutas.

2.3.4.4 Transkribering

Transkriberingen av intervjuerna genomfordes for att strukturera den insamlade datan och har utforts av
bada forskarna for att skapa en nérhet till det insamlade materialet (Denscombe, 2018). Transkriberingen
fran ljud till text ger samtidigt en dataform som underléttar vid analysarbetet samt ger mdjlighet till
detaljerade sokningar och jamforelser mellan materialet (Denscombe, 2018). For att genomfora
transkriberingen anvindes det digitala transkriberingsverktyget Amberscript. Verktyget hjélpte till att
transkribera det mesta fran ljudfilen till text. Dock fick manuell korrigering genomforas i efterhand for
att transkriberingen skulle bli korrekt. Detta genomfordes genom att lyssna pé ljudfilen och samtidigt
ldasa igenom den text verktyget fatt fram och sedan dndra pd de stéllen dér det blivit fel. Nér
transkriberingen genomfordes anvidndes Google drive som digitalt dokumentationsverktyget dér
dokumenten sparades i en gemensam mapp for studien.

2.4 Analys

I foljande avsnitt presenteras den metod som anvants for att analysera det insamlade materialet. Avsnittet
ar indelat 1 fyra olika delar. Forst beskrivs arbetet med att strukturera det empiriska materialet. Vidare
foljer en beskrivning av hur materialet analyserats foljt av en beskrivning av hur resultatet sedan ar
presenterat Slutligen beskrivs hur tolkningen av materialet genomforts.

2.4.1 Strukturering av data

Innan det insamlade datat kan analyseras maste materialet organiseras (Denscombe, 2018). Eftersom
materialet redan var transkriberat borjade arbetet med att strukturera datat for att vidare kunna identifiera
monster i det insamlade materialet. Denscombe (2018) menar att det 4r nddvandigt att utfora detta for
att forskaren enkelt ska kunna atervinda till de intressanta delarna i materialet under dataanalysen. Forst
skapades en Excel-fil dér olika kolumner skapades som skulle hjdlpa till att strukturera datat och
anvindas som analysmall for arbetet. Dessa kolumner skapades i enlighet med teoridelens uppbyggnad,
vilket finns beskrivet i kapitel 3. Teori. I denna analysmall placerades dérefter vad teorin sa pa ett visst
omréde, och sedan kortfattat vad som framkommit i varje intervju pd samma omréade i egna kolumner.
Pa sa sétt skapades en dverblick och jamforelse mellan den empiriska och teoretiska delen.

Alla intervjuer lastes igenom med mal att plocka ut de viktigaste delarna fran varje intervju for att senare
placera det i analysmallen. Transkriberingen lastes tillsammans med uppspelningen av ljudfilen for varje
intervju. Har noterades vad som framkommit och en sammanfattning av varje intervju skrevs. I samband
med detta noterades dven nyckelord fran intervjuerna. Nér ett intressant citat identifierades placerades
det 1 analysmallen for att forenkla den efterf6ljande presentationen av resultatet och dess tillhorande
citat. Analysmallen som anvéndes for arbetet finns att se i bilaga 3.



2.4.2 Analys av data

En viktig faktor att ta hdnsyn till vid forskningsintervjuer &r att i samband med analysen reda ut huruvida
respondenterna har talat sanning. Detta dr dock svart att f& svar pad om intervjufrdgorna handlar om
respondentens egna &sikter och erfarenheter. Det finns egentligen inget sétt att verifiera att detta stimmer
eller inte. Det gar dock att gora vissa kontroller for att forskaren ska kunna bedéma trovérdigheten i det
respondenten sdger men det finns inget som bevisar att detta dr en séker metod for att uppticka
osanningar (Denscombe, 2018).

I analysen av det empiriska materialet verifierades trovirdigheten i materialet genom att gora dessa tva
kontroller:

- Kontrollera data med andra killor. Efter att intervjuerna genomforts och all insamlad data var
transkriberad kontrollerades datat. Datat undersoktes genom att se om det fanns ndgot som stack
ut i intervjuerna. Detta for att se om det framkommit kunskap som inte gick att validera
gentemot de andra intervjuerna och huruvida datat kunde anvéndas. Materialet jamfordes
gentemot varandra for att se om det gick att validera. Detta menar Denscombe (2018) &r ett bra
tillvigagangssatt for att validera trovardigheten i det insamlade datat.

- Respondentvalidering. Efter att intervjuerna var transkriberade skickades materialet ut till de
respondenter som efterfragade detta dir de fick chansen att 14sa igenom materialet och bekrafta
att informationen uppfattats korrekt. Denscombe (2018) menar att detta &r bra for att
respondenten ska kunna bekréfta att det som framkom i intervju stimde och inte bara var nagot
som de sa i stunden. Totalt var det tva av respondenterna som ville ha transkriberingen och
kontrollerade innehéllet.

I sjélva analysen undersoktes och analyserades det insamlade materialet efter overgripande teman.
Inledningsvis granskades &sikterna och det undersoktes for att se om flera respondenter hade haft
liknande asikter. Denscombe (2018) menar att man ska undvika att basera resultatet enbart pa en intervju
utan istéllet forsoka leta efter teman som aterkommer i flera av intervjuerna. Detta for att ge en storre
tillforlitlighet i resultatet. I analysmallen fargkodades dérfor de svar som uppkommit i intervjuerna. De
svar som var liknande fran intervjuerna fick samma farg for att kunna dverblicka asikterna inom de olika
omradena. Utifrén fargkoderna kunde sedan olika teman identifieras som resultatet senare baserades pa.

2.4.3 Presentera resultatet

En presentation av resultatet skapades for att ge ytterligare struktur till det insamlade materialet.
Resultatet delades upp i olika kapitel, vilket utgick fran den struktur som finns i teorin. Dérefter &ndrades
eller lades kapitel till beroende pé vad som framkommit i resultatet. Under varje kapitel beskrevs forst
en beskrivande text kring respondenternas dsikter och kompletterades sedan med citat fran intervjuerna.
Detta for att styrka vad som framkommit och skapa variation i presentationen av resultatet. Nér
hénvisningar till respondenterna gjordes refererades dem med nummer utifrdn vilken ordning
intervjuerna skett. Avslutningsvis skapades en ny modell baserad pé resultatet. Denna modell utgick
fran den teoretiska modellen, men korrigerades sé den istéllet baserades pa innehallet i resultatet.



2.4.4 Tolka resultatet

Nir resultatet sedan hade sammanstéllts och presenterats Gvergick arbetet till att tolka resultatet. Det var
nu som slutsatser kunde dras utifrdn det som framkommit i teorin och resultatet (Backman, 2008).
Tolkningsfasen menar Backman (2008) ar den fas dér resultatet av vad som framkommit nu ger mening
genom att tolka den insamlade datan. Nér denna tolkning av resultatet genomfordes stélldes fragor som:

“Vad har resultatet bidragit med utifrdn kunskapen om det studerade omrddets karaktdir?”
- “Vilka nya fragor har vickts med tanke pd resultatet?”
“Vilka kunskapsluckor kan identifieras?”

Dessa fragor stilldes for att identifiera hur den kunskap som framkommit kunde 6ka forstéelsen samt
bidra med ny kunskap kring omrédet som undersokts (Friberg, 2012). Och samtidigt for att identifiera
vilken ytterligare kunskap som behovs for att fa en &nnu storre forstéelse kring omradet som undersokts.

Arbetet borjade med att identifiera vad som var tydligast i resultatet genom att pa nytt gd igenom
materialet. Darefter undersoktes vilka skillnader och likheter som fanns mellan den tidigare forskningen
och det framtagna resultatet. Vidare fordes en diskussion kring varfor denna skillnad troligen fanns samt
en diskussion kring det som uppfattades som extra intressant i resultatet. En diskussion kring varfor
studiens syfte blivit uppfyllt lyfts ocksa. Vidare fordes en diskussion géllande studiens metodval och
huruvida det varit en bra metod for denna studie. Till sist fordes en diskussion kring den etiska paverkan
pa samhdllet utifran denna studie.

2.5 Etiska overvdganden

Arbetet 1 denna studie har utgétt fran de etiska krav som definierats av Vetenskapsradet (2009). Dessa
fyra krav kommer presenteras nedan samt foljas av en beskrivning hur de har efterf6ljts i arbetet for att
upprétthdlla en etisk forskning. De fyra kraven &r informationskravet, samtyckeskravet,
konfidentialitetskravet samt nyttjandekravet.

2.5.1 Informationskravet

Det forsta kravet innebér att respondenterna som deltar i studien ska informeras om deras uppgifter samt
de villkor som giller for deras deltagande. Informationen ska innehalla alla de inslag som har mdjlighet
att paverka deras deltagande. Det ska ocksa framga till respondenterna att deras deltagande é&r frivilligt
och kan avbrytas om sa Onskas (Vetenskapsradet, 2009). Dessa krav har foljts genom att det forst
skickats ut ett foljebrev, som tidigare beskrivits, dir studiens syfte forklarades som sedan fortydligades
vid intervjutillfillena. De andra villkoren géllande deras deltagande togs upp muntligt innan varje
intervju borjade dér det belystes att deltagandet var frivilligt och att deras uppgifter inte kommer
anvéndas for ndgot annat syfte &n till denna studie.

2.5.2 Samtyckeskravet

Samtyckeskravet innebér att de som utfor en studie ska inhdmta deltagarnas samtycke om att delta i en
studie. Det framgar ocksé att deltagarna i en studie har rétt att sjélvstdndigt bestimma Over sitt
deltagande, pa vilka villkor deltagandet sker samt att de har rétt att avbryta sin medverkan utan negativa
konsekvenser for dem (Vetenskapsradet, 2009). Dessa krav har upprétthallits genom att deltagarna
frivilligt har deltagit samt att kraven har fortydligats innan varje intervju sé att varje deltagare vet sina
rattigheter.



2.5.3 Konfidentialitetskravet

Konfidentialitetskravet innebér att deltagarnas kénsliga uppgifter ska skyddas och forvaras pa ett sékert
sitt (Vetenskapsradet, 2009). Detta krav har upprétthallits genom att respondenterna inte ndmns vid
deras riktiga namn samt att 6vrig information som skulle kunna identifiera en deltagare har dolts for att
skydda och bevara deras intressen. Detta har lyfts innan intervjuerna sé att deltagarna med sékerhet vet
att de kommer vara anonyma. Inga dokument for tystnadsplikt har skrivits d& studien inte innehéller
nagra utsatta personer eller uppgifter som kan anses som etiskt kénsliga.

2.5.4 Nyttjandekravet

Nyttjandekravet innebér att de uppgifter som samlats in om enskilda individer till studien endast far
anvéndas till forskningsdndamél. Uppgifterna far séledes inte ldmnas ut for kommersiellt bruk eller
nyttjas till andra icke-vetenskapliga syften (Vetenskapsradet, 2009). Detta har uppfyllts genom att 14ta
respondenterna forbli anonyma i studien. Rédatat som é&r insamlat till studien &r sparat sa ingen
utomstaende har &tkomst. P4 sa sétt kommer respondenternas identiteter och intressen att vara skyddade
dven efter studiens slut. I 6vrigt behandlas inga personuppgifter eller andra kénsliga uppgifter som maste
hanteras pé sarskilt sitt. Slutligen tydliggjordes ocksé att respondenternas &sikter endast kommer att
anvéndas i forskningssyfte till denna studie.
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3 Teori

I f6ljande kapitel kommer studiens teoretiska ramverk att presenteras och beskrivas. Teorin ér baserad
pa en litteraturgranskning av tidigare forskning inom omrédet diskriminering och férdomar inom ML.
Denna granskning resulterade i ett antal faktorer som bidrar till diskriminering samt ett antal 16sningar
pa problemet. Kapitlet organiseras utifrén tva delar, faktorer och l6sningar, vilket &r i enlighet med
studiens forskningsfragor. Dessa kommer att presenteras i foljande kapitel samt att anvdndas som
teoretisk utgdngspunkt for studien. Avslutningsvis presenteras en visuell modell av dessa faktorer och
16sningar som anvénts for att analysera det empiriska materialet.

3.1 Faktorer for uppkomst av diskriminering

I detta avsnitt presenteras de faktorer som bidrar till diskriminerande utfall frdn en ML-modell. Detta
utifrdn vad som identifierats i den aktuella forskningen inom omradet.

3.1.1 Definition av diskriminering

En frekvent fragestéllning som lyfts i forskningen ar svarigheten att avgora vad som ér diskriminerande
i olika sammanhang. ML-modellerna kommer alltid att tolka vad som &r réttvist utifrdn vad skaparen
sjilv definierar som rattvist (Beretta et al., 2019). Detta gor att valet av vad som ar diskriminerande eller
inte blir en en subjektiv bedomning, vilket Shrestha och Yang (2019) menar kan bli problematiskt och
komplext eftersom utfallen da baseras pé vilken aspekt skaparen viljer. Wong (2020) ser en risk med
denna problematik nér teknikskapare sjalv kan vilja och implementera den definition som passar just
dem, vilket i slutdindan kan bidra till att skapa diskriminerande utfall frdn en ML-modell.

3.1.2 Manniskan ar diskriminerande

En annan viktig faktor till varfor diskriminerande utfall uppstar frin ML-modeller dr for att ménniskan
ar diskriminerande i sig sjdlv (Gorrostieta et al., 2019). Hellstrom et al. (2020) menar att det &r
ménniskan som skapat de fordomar och diskrimineringar som finns i samhéllet pd grund utav att
ménniskan har fordomar vare sig den vill det eller inte. De menar vidare att dessa fordomar nu finns
djupt rotat i olika samhéllen och kulturer och ar svéra att stdda bort. Nar méanniskan sedan &r involverad
i utvecklingen av ML-modeller tyder mycket pé att det samtidigt & méanniskan som for dessa
diskrimineringar vidare in i ML-modellerna (Lin et al., 2020).

3.1.3 Datat innehaller diskriminering

Ytterligare en faktor som paverkar att diskrimineringar uppstar fran ML-modeller dr att tréningsdatat
redan innehéller diskrimineringar (Abusitta et al., 2020). Det &r svart att hitta bra data med bra
datakvalité (Pefia et al., 2020). Det kan vara att man har for lite eller en missvisande dataméngd som
inte speglar verkligheten eller att det finns en Over- eller underrepresentation av ndgon grupp i datat
(Ahn och Lin, 2020; Mujtaba och Mahapatra, 2019).

For att mojliggora sé exakta resultat som mdjligt behdvs stora mangder data som modellerna kan tridnas
och kalibreras pd. Samtidigt &r det ocksa viktigt att modellerna trdnas med rétt data. Om modellerna
tranas med felaktig data kommer dven resultaten fran modellerna att bli felaktiga (Sang, 2021). Detta
stods dven av Abusitta et al. (2020) som menar att nir det finns diskriminering i tréningsdatat kommer
dessa att foras vidare till ML-modellerna och riskera att skapa diskriminerande utfall. Trots att detta ar
ett vilkant faktum ar problemet svart att 16sa da det finns manga svarigheter med att hitta data som inte
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innehaller diskrimineringar (Pefia et al., 2020). Pena et al. (2020) menar vidare att det kan vara kostsamt
och innebédra mycket arbete att hitta stora mangder data som har en bra balans i den underliggande
méngfalden. Data som har en dalig méngfald kommer med stor sannolikhet att medfora diskrimineringar
(Pefia et al., 2020).

Enligt Ahn och Lin (2020) har rapporterna om att diskrimineringar uppkommer i teknik som anvénds i
dagens samhille dkat. En teknik som &r vanligt anvind i vart samhélle, Google Translate, har undersokts
av Prates et al. (2019). Deras studie visar att Overséttningsverktyget har en stark tendens mot mén och
ar diskriminerande mot kvinnor. Oversittningsverktyget ir sérskilt diskriminerande kring omraden som
vanligtvis ér associerade med obalans i konsfordelningen eller stereotyper som STEM-jobb (vetenskap,
teknologi, teknikutveckling och matematik). I studien framkommer det att data &r faktorn till varfor
oversittningsverktyget ger diskriminerande utfall. Detta kunde de se d& verktyget gav manliga
standardvirden mycket oftare &n vad man kan forvénta sig av enskild demografisk data. Dérfér menar
Prates et al. (2019) att diskrimineringarna maste ha funnits i1 datat redan innan och att
oversittningsverktyget sedan lért sig dessa diskrimineringar.

Att sjdlva datat innehéller diskriminering &r inte den enda faktorn till att data 4r en anledning till varfor
ML-modeller blir diskriminerande. Dataméngden i1 sig kan &ven vara bade under- eller
overrepresenterad av olika grupper i datat och detta i sig kan medverka till att diskrimineringar uppstér
i ML-modeller (Mujtaba & Mahapatra, 2019). En studie av losifidis et al. (2019) menar att en negativ
6ljd av att data innehaller diskrimineringar inte bara &r att ML-modellen lér sig dessa diskrimineringar
och for dem vidare. Utan forskarna menar dven att en annan foljd kan vara att ML-modellerna rakar
forstidrka de redan befintliga diskrimineringarna s& det skapas &nnu storre diskrimineringar, vilket
medfor allvarligare problem.

3.1.4 Spraket innehaller diskriminering

Andra faktorer som kan medverka till att diskrimineringar uppstér i ML-modeller 4r spraket (Sun et al.,
2020). I en studie av Dev och Philips (2019) dir de undersokt ordinbdddningar, vilket &r en typ av
representation av ord, dir ord med liknande mening samlas under liknande representationer. I studien
framkommer det att genom att anvénda ordinbdddningar blev mén och kvinnor associerade med olika
yrken. Mén blev associerade med ledarroller och yrken som exempelvis doktorer och programmerare.
Kvinnor blev istéllet associerade som receptionister och sjukskoterskor. Gyamfi et al. (2019) menar att
ordinbdddningar ofta anvinds i manga naturliga sprékbearbetningar och ML-teknik trots att det har
visats att ordinbdddningar for med sig diskrimineringar till programapplikationer. Varfor tekniken
fortsétter att anvéndas trots att detta &r ett belyst problem é&r for att det 4r en mycket anvéndbar teknik.
Séledes blir en central roll i arbetet att motverka diskriminering att minska den diskriminering som finns
i ordinbdddningar. Gyamfi et al. (2019) menar dock att det inte &r en ldtt uppgift att minska
diskrimineringar i ordinbéddningar.

3.2 Losningar

For att 16sa det problem som finns har ett antal l6sningar identifierats i den aktuella forskningen, vilket
kommer att presenteras och beskrivas i foljande avsnitt.

3.2.1 Verktyg

I den tidigare forskningen foreslas flertalet tekniska verktyg for att minska diskriminering i ML-
modeller. Dessa verktyg kan delas upp i tvd kategorier dir den ena syftar till att identifiera
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diskriminering och den andra kategorin att mildra befintlig diskriminering. Dessa tva kategorier kommer
att beskrivas i f6ljande avsnitt.

3.2.1.1 Identifiera diskriminering

Att identifiera vart diskrimineringarna hérstammar ifrén anses som en av de svaraste uppgifterna nér det
kommer till diskriminerande utfall i ML-modeller (Holstein et. al., 2019). Aktuell forskningen foreslar
flertalet verktyg som ska bidra till att utfora just detta. Dev och Phillips (2019) har testat flertalet
moderna verktyg med syfte att identifiera diskriminering med primért fokus pa kon och etnicitet. Deras
slutsats &r att befintliga verktyg inte &r tillrickliga och foreslar dérfor ett nytt verktyg vilket de menar ar
mycket effektivare 4n tidigare verktyg. Dev och Phillips (2019) verktyg kan anvindas for att identifiera
diskriminering i textuell data. Pa liknande spér presenterar Aggarwal et al. (2019) en algoritm som
kombinerar tva befintliga tekniker med huvudsakligt syfte att identifiera diskriminering i existerande
system. Aven Leavy et al. (2020) presenterar ett verktyg som kan anviindas for att automatiskt identifiera
konsdiskriminering i tréningsdata.

I samband med att identifiera diskriminering lyfts samtidigt, av flera forskare, svarigheten att ta reda pa
hur algoritmer kommer fram till ett visst beslut. De beskriver komplexa algoritmer som svarta hal (black
boxes) dér det ndstan dr omojligt att forstd hur en algoritm kommer fram till ett beslut. Exempelvis
menar Sulaimon et al. (2019) att f& dtkomst till en algoritms beslutsprocess och kunna granska dessa ér
en nyckel for att sdkerstélla rittvisa beslut samt motverka diskriminering i applikationer som anvénder
ML. De foreslér en mjukvarulosning som syftar till att ge dtkomst till besluten som en algoritm tar samt
identifiera ojamnheter i dessa. Inne pa samma spar lyfts begreppet Explainable Artificial Intelligence
(XAI) som syftar till att gora resultaten som en modell har tagit mer forklarbart till en viss detaljniva sa
att det kan forstis av ménniskor (Barredo Arrieta et al., 2020; Gilpin et. al., 2019). Aven Qureshi et al.
(2020) presenterar ett verktyg som syftar till att urskilja diskrimineringar i data och samtidigt har
potential att 6ka insynen kring de beslut en algoritm tar.

3.2.1.2 Mildra diskriminering

Eftersom traningsdatat till en ML-modell ska spegla verkligheten, och det finns djupt rotade fordomar i
samhdllet, dr det inte osannolikt att dessa fordomar drvs med och bidrar till att skapa diskriminerande
utfall (Hellstrom et al., 2020). Foljaktligen har verktyg med syfte att mildra befintlig diskriminering
foreslagits 1 forskningen. Sharma et al. (2020) introducerar en ny datafrstdrkningteknik som dels
automatiskt kan avsldja vilken typ av diskriminering som finns i datat och samtidigt kan anvéndas for
att mildra den identifierade diskrimineringen. Eftersom man med deras teknik kan se vilken typ av
diskriminering som finns, exempelvis brist av representation av en viss grupp eller om det uppstatt pa
grund av ménskliga fordomar, kan man sedan arbeta med att atgdrda och mildra féordomarna i det
underliggande triningsdatat.

I en studie av Harris (2020) som testade flera befintliga verktyg pd marknaden med syfte att mildra
diskriminering visade resultatet att en kombination av flera verktyg ger klart bést resultat. Samtidigt
belyses frdgan om hur komplex man kan lita en algoritm vara. Han menar vidare att en noggrann
avvégning maste goras i forhéllande till hur effektiv algoritmen blir tillsammans med komplexiteten
som medfors. I losifidis et al. (2019) argumenterar forskarna att problemet med diskriminering inte kan
isoleras till ett steg i processen for ML utan dr ett resultat av komplexa interaktioner mellan data och
algoritmer i flera steg. Av den anledningen kréver arbetet att mildra diskriminering en helhetssyn dver
processen. Deras foreslagna verktyg arbetar i bade fore- och efterbehandlingsprocessen av data vilket

de menar &r effektivast for att mildra befintlig diskriminering.
13



3.2.2 Standarder och regleringar

En punkt som &r dterkommande i den aktuella forskningen ar behovet av standarder och regleringar pa
omradet. Exempelvis efterfrdgar bade Shrestha och Yang (2019) samt Holstein et al. (2019)
doménspecifika standardiserade processer nér det kommer till arbetet mot diskriminerande utfall. En
okad standardisering av processer skulle bidra till att fler foretag arbetar pa liknande sétt och pa s sétt
oka kvalitén pa de som anvinds. Gilpin et. al. (2019) vill engagera branschen i stort for att skapa en
bredare gemensam diskussion och pa sa sitt arbeta tillsammans mot en standardisering. De menar att
nir branschen vél lir sig att samarbeta och kombinera l6sningar mellan olika félt s& kommer
problemomradet att snabbt kunna forbattras.

I samband med att ML-tekniken blir mer populér och borjar anvindas i stdrre utstrackning i samhallet
ser Raji och Buolamwini (2019) en omfattande utredning av policys och etiska riktlinjer som en nyckel
for att skydda och se till att minoritetsgrupper inte skadas i framtiden. Inne pa samma linje menar Wong
(2020) att ansvaret for att skapa en struktur hur omradet ska fungera bor ske via lagar och regleringar.
Och av den anledningen ligger mycket av ansvaret pé ett mer politiskt plan for att hantera detta.

3.3 Teoretisk modell

En modell har tagits fram utifran det teoretiska ramverk som presenterats i detta kapitel. Detta for att
visualisera de faktorer och losningar som identifierats i den tidigare forskningen. Overst ir det
overgripande problemomradet. P4 den andra raden finns de identifierade faktorerna som presenterats i
teorin dir problemet uppkommer ifran. P4 den tredje raden, under den streckade linjen, finns de
16sningar som presenterats i teorin. De streck som dragits mellan faktorerna och 16sningarna syftar till
att visualisera deras relation till varandra.

Diskriminerande utfall i maskininlarningsmodeller |

Faktorer Definition avdiskrimineringar| | Ménniskor| | Data | ’ Sprak |

Lésningar

| Identifiera || Mildra |

Figur 1. Teoretisk modell av de identifierade faktorerna och lésningarna.
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4 Resultat

I detta kapitel presenteras resultatet fran de sex semistrukturerade intervjuerna dir respondenterna fatt
svara pa vilka faktorer som bidrar till diskriminerande utfall samt hur de arbetar for att motverka
problemet. Kapitlet inleds med de faktorer som framkommit och som bidrar att utfallen fran ML-
modeller kan bli diskriminerande. Vidare presenteras de l0sningar som respondenterna menar kan
minska eller motverka detta problem. Avsnittet organiseras i rubriker utifrén studiens forskningsfragor,
pa samma sétt som i teorin, men har anpassats till respondenternas svar vilket skiljer sig nagot jamfort
med teorin.

4.1 Faktorer for uppkomst av diskriminering

I efterfoljande avsnitt presenteras de faktorer som bidrar att diskriminerande utfall uppstar utifrén
respondenternas erfarenheter, dsikter och kunskap pé omradet vilket 4r studiens forsta forskningsfraga.

4.1.1 Definition av diskriminering

En grundldggande faktor som bidrar att diskriminerande utfall uppstar ar att det inte finns en exakt
definition av vad som ar diskriminerande som &r densamma i alla ssmmanhang. Flera av respondenterna
menar att vad som dr diskriminerande &r valdigt subjektivt och att det ar upp till varje person att avgdra
vad man sjilv uppfattar som diskriminerande. En svarighet &r darfor att undvika att diskriminerande
utfall uppstér nér det inte pa nagot sétt gar att avgdra vad som é&r diskriminerande eller inte. Varfor
respondenterna menar att detta &r svart &r dels for att det &r subjektivt men dven att ett utfall kan uppfattas
diskriminerande i en situation men inte i en annan. Utfallen blir dérfér beroende av modellens
sammanhang samt i vilken kontext den anvinds i. Vissa av respondenterna tog upp att det finns exempel
som véldigt latt gor att diskriminerande utfall uppstér i vissa situationer som man ska undvika. Samtidigt
menar dem att i ett annat sammanhang kan man vilja gora pé det séttet for i det sammanhanget uppfattas
det inte som diskriminerande. Dérfor gar det inte att avgdra vad som skulle vara diskriminerande i alla
sammanhang utan, aterigen, ér det subjektivt och skiljer sig mellan situationer.

“Det jag vill fortydliga dr hur svart det dr att definiera bias och hur subjektiv det dr.
Det dr vdldigt fa tillfillen ddar du klarar dig med sdkerhet att sdga att ndgot dr
diskriminerande.” (Respondent #4)

Respondent #2 bekriftar detta och menar dérfor att det &r viktigt att ha medvetna ménniskor med i
projekt nir kénslig data anvénds. For det & méanniskan som slutligen kommer avgoéra vad som &r
diskriminerande samt hur denna data och beslut sedan anvénds.

“Det hade varit skont att fa svaren men ndgonstans dr det alldeles for komplext. Det
krdvs att ha duktiga pdldsta mdnniskor som forstar liksom de etiska dilemman med att
anvdnda data pd olika sdtt och se till att de dr med i olika projekt och dr med och pratar
om det och far chans att genomlysa och om de mdnniskorna mdrker att hdr verkar det
inte gd rdtt till sa far man flagga for det. Hdr blir det ju sd att allas magkdnsla, vissa
har  bra  magkinsla  for det hdr och vissa  har inte  det.”
(Respondent #2)
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4.1.2 Manniskan ar diskriminerande

I enlighet med svarigheten att definiera vad som &r diskriminerande lyfter flera respondenter att
minniskan dr en central del vid diskriminerande utfall samt har stor paverkan pé tekniken.
Respondenterna menar att den data som samlas in och anvidnds i ML-modellerna medfor till
diskrimineringar. Datan som anvénds i modellerna ar insamlad fran verkligheten och speglar bara hur
ménniskor tycker och ténker samt hur virderingarna ser ut i samhéllet idag. Eftersom fordomar och
diskriminering finns i samhéllet kommer &ven den insamlade datan att innehélla detta, vilket flera
respondenter lyfter.

“Modellen diskriminerar lika mycket som mdnniskor hade gjort forutom att nu ser man
det ldttare.” (Respondent #1)

“Problemet med ML dr att du tar med bias och diskrimineringar som alltid varit ddir
och sd sdtter du det i ett odndligt system och nu repeterar vi samma bias in i framtiden
som kan bli dnnu virre.” (Respondent #4)

Aven respondent #3 instimmer att diskrimineringarna formodligen tar avstamp i minniskans subjektiva
syn och vidare nir datan samlas in drvs dessa diskrimineringar vidare till ML-modellerna.

4.1.3 Datat innehaller diskriminering

4.1.3.1 Datainsamling

Alla respondenter var eniga om att datainsamlingen &r en mycket viktig process i arbetet med ML.
Respondenterna var ocksé eniga om att datainsamlingen &r en mycket svar och kritisk process.
Respondent #1 beskriver att datainsamlingsprocessen ér en kritisk process dér flertalet aspekter kan ga
fel vid endast ett steg i sjdlva datainsamlingen.

“I varje steg kan tusen saker ga snett.” (Respondent #1)

Respondent #6 instimmer att sjdlva datainsamlingen dr viktig men respondenten lagger stor vikt vid att
om den genomfors pé ett noggrant och korrekt sétt &r det inte lika stor risk att det uppstér ett problem
nir sjidlva modellen sedan ska utvecklas. Respondenten menar att oftast blir datakvalitén lidande
eftersom for lite tid &gnas &t att ta reda pa vad for data som behdvs och kartlédgga vad datan ska anvindas
till. Datainsamlingsprocessen r en viktig del att dgna tid till for att motverka problemet redan innan
sjédlva arbetet med ML-modellerna har borjat.

“Jag skulle onska att man redan fran forsta borjan som gjorde en ordentlig
kartldggning av vart har vi data, vad dr det for data, hur ser den ut, dar det bra eller
inte. Och som sdkrar den hela vigen fram, for da skulle det vara ett mycket mindre
problem ndr man vdl ska borja med ML.” (Respondent #6)

4.1.3.2 Datakvalité

Alla respondenter var eniga om att datakvalitén &r den mest avgorande faktorn for att undvika
diskriminerande utfall frain ML-modeller. Respondenterna menar att modellerna endast speglar den data
de trénats med. Om det dé redan finns diskriminering i tréningsdatat kommer dessa att foras vidare till
modellerna och i slutdndan riskera att skapa diskriminerande utfall.
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“Om den data man har dr diskriminerande i sig, da kommer dven resultatet bli det. Sd
kommer det alltid att vara tyvirr.” (Respondent #5)

“Men ML dr ju bara statistik och det reflekterar bara vad som ligger i datat sa om du
har data som dr biased sa blir ML-modellerna biased och har du data som dr unbiased
sd blir inte ML-modellerna biased.” (Respondent #4)

Darfor menar respondenterna att det inte r modellerna i sig som dr diskriminerande, utan dem blir det
pa grund av att datan som de trdnas med innehaller diskriminering.

“[...] sd jag kan inte se att det egentligen dr modellerna som dr diskriminerande, utan
det beror pd vilken data du anvinder.” (Respondent #3)

4.1.3.3 Obalanserad data

Utfallen medfor inte bara till diskrimineringar pa grund av att datat sedan tidigare innehaller faktiska
diskrimineringar. Utan modellen kan &ven finga upp monster i datat och ldgga ihop olika delar vilket
bidrar till att ML-modellen sjdlv skapar diskrimineringar, vilka inte var uppenbara fran borjan.
Respondent #3 menar att detta kan bero pa att datan dr obalanserad, exempelvis att det finns mer data
av ett visst kon. Modellen kan dé fanga upp ett monster och ta beslut utifrn detta. En f6ljd av detta ar
att fler beslut blir skeva dé delar i tréningsdatat dr obalanserat vilket skapar en ny verklighet som blir
skev.

“Nej precis, for ddr kan ju ML-modellen rdka snappa upp att dem det har gatt vildigt
bra for har i nio av tio fall varit mdn, men det var for att innan det var kvinnorna mer
utestdangde dn mdn. Och da blir det vildigt fel. Sa man fdr hela tiden ha i dtanke att
matar du felrepresenterad data in i modellen sd far du skeva svar.” (Respondent #2)

Respondent #3 instdmmer att modellen kan fanga upp monster genom att 14gga ihop olika delar i datat
och pa sa sitt ta fordomsfulla beslut. Darfor ar det viktigt att tinka pa vilken data som anvénds for att
inte modellen ska réka koppla ihop olika delar i datat som resulterar i diskriminerande beslut.

“Jo, men dd har man ju pd ndgot sdtt gjort en koppling och modellen kanske inte riktigt,
den dr ju inte ond av sig, men den kanske hittar de ddr monstren och kopplar pa olika
sdtt som gor att det blir fordomsfullt, fast det kan vara ganska oskyldigt.” (Respondent
#3)

4.2 Losningar

I foljande avsnitt presenteras de l10sningar som framkommit utifrén respondenternas erfarenheter, asikter
och kunskap vilket ar studiens andra forskningsfréga.

4.2.1 Motverka diskriminering

I arbetet med att motverka diskriminerande utfall fran ML-modeller lyfter flera respondenter att den
enskilt viktigaste nyckeln &r att ha bra traningsdata. Det handlar om att ha rétt typ av data beroende pa
vilken typ av modell det dr samt i vilket sammanhang den ska anvéndas. Om datat inte dr kvalitativ samt
innehar en bredd med olika aspekter kommer modellerna att basera sina resultat pé felaktiga grunder
och slutligen riskera att ge diskriminerande utfall. Darfor blir arbetet med att samla in data en viktig del
i processen. Detta arbete menar flera respondenter méste prioriteras och mer tid maste dgnas &t
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datainsamlingen for att skapa en bra datakvalité. En respondent beskriver att detta arbete inte bara ar
viktigt, utan att det &r en stor del av arbetstiden idag:

"Det kan ske jdttemanga olika fel i hela datainsamlingsprocessen, fran det att datat
borjar samlas in till det att man faktiskt kan gora nagon form av ML pd det hela. [...]
80-90 procent av arbetet dr ju att just hantera data for att det ska bli sd rent och sa rditt
som mojligt” (Respondent #1)

En annan viktig aspekt som flertalet respondenter lyfter ér vikten av att kontinuerligt utvirdera och testa
modellerna. For att undvika negativa konsekvenser kan 16pande justeringar av vissa instéllningar samt
anpassningar till en modell behdva goras eftersom vérlden fordndras. Foljaktligen kommer den data som
modellerna matas med, nér de &r i produktion, att snabbt bli féraldrade och inte vara representabel utifrén
verkligheten.

”Om det skulle vara sa att man far skeva svar, pausa modellen, trdna om den, justera
om den och se om man sedan far rdtt typ av svar.” (Respondent #2)

”Om du inte trdanar om den héir modellen utan ldter det gd, efter ndgra dr sa kommer
detta vara helt irrelevant for att sd mycket kommer att ha dndrats. Ddérfor mdste vi
kontinuerligt trana om och om man dd mdrker att det dr en skevhet sd far man trina om
modellen” (Respondent #2)

Ett annat sétt att hela tiden ha en modell som ar uppdaterad och anpassad utifran verkligheten ar att kora
flera parallella modeller samtidigt med samma maél och uppgift. Modellerna kan d& anvénda olika typer
av algoritmer och dven utfora berdkningar pa olika sétt. Dérefter kontrolleras modellerna lopande,
jamfor dem och slutligen véljer den modell som ger bést resultat for tillfallet. P& sd sdtt beskriver
respondent #5 att man kan arbeta for att se till att den modell som kors i produktion dr anpassad utifrén
verkligheten.

Tva respondenter beskriver att problemomrédet i varje projekt som innefattar ML maste prioriteras. De
beskriver att om problemet verkligen ska tas pé allvar ska det vara med p& dagordningen i ett projekt.
Respondenterna ér medvetna om att det kostar mycket pengar att hantera problemet och att man av den
anledningen méste 6ronmérka en viss del av budgeten till problemet for att det verkligen ska prioriteras
i ett systemutvecklingsprojekt. Samtidigt har en respondent uppfattningen att de flesta foretag vill arbeta
med att motverka problemet, trots att ett projekt kan ta léngre tid och &ven kosta mer pengar.

"For att fa ndgonting att inte vara bias och diskriminerade sa behover en del av
budgeten vara éronmdrkt for att jobba med exakthet [...] ndr projektet dr klart eller
efter de hdr tio veckorna sd har vi tre veckor ndr vi granskar allt och att de mdste vara
en del av varje projekt och inte ndgot som bara liksom det dr upp till de som utvecklar”.
(Respondent #2)

Inne p& samma linje att prioritera problemomréadet lyfter flera respondenter behovet att upplysa
méinniskor om problemet och prata om de konsekvenser som foljer om problemet inte atgirdas. Detta
géller inte minst personer som arbetar i ett projekt dir ML anvénds. De inblandade i projektet méaste ha
en hog medvetenhet kring problemet, vilka konsekvenser som finns for deras modeller och vad som kan
vara kénsligt i den data som hanteras.
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”Sd ur mitt perspektiv handlar det mycket om att informera om potentiella problem och
forklara att diskviminering kan uppstd, varfor det dr viktigt att [osa och de konsekvenser
som finns att inte losa det.” (Respondent #4)

“Det paverkar ju oss alla kanske mera dn vad vi vet. Jag tror att det skulle vara bra,
forst och framst att man fdar en medvetenhet om att det hér gors, dven att man pratar om
det hdr om rdtten till sitt eget data” (Respondent #6)

Ett behov av att vara verksamhetsnira lyfts ocksd som en 16sning for att motverka diskriminerande
utfall. Om den verksamhet en modell ska anvindas i dr vélkédnd okar chanserna for modellen att bli
lyckad. Det handlar om att veta vilken data som hanteras och krévs, samtidigt som verksamheten tidigt
ska involveras i processen sa att projektet som utvecklar modellen kan stimma av med verksamheten
att fakta uppfattats korrekt.

VAtt redan frdn start involvera verksamheten, att prata och stimma av med dem att man
uppfattat saker rdtt. Sd att man inte bara gor en massa saker, och sedan kommer man
pd i slutet att det ser lite konstigt ut. Att forsoka tydliggora det sd tidigt som mojligt och
titta tillsammans pd datat och stilla fragor och saddr. Da blir det ganska enkelt i
slutindan.” (Respondent #6)

En annan 16sning som lyfts fran respondent #2 for att motverka diskriminering och framforallt skydda
kénslig data var att gora datan mer generell. D& kan den kénsliga datan generaliseras istillet for att vara
detaljerad. Respondenten menar att vissa &ldersspann istéllet kan grupperas ihop &n att ha en specifik
alder. Respondenten forklarar vidare att det ménga ganger ricker att veta om en person dr mellan 30 och
40 &r istéllet for den exakta &ldern 36. I sé fall tas det kénsliga bort frén datat men det viktigaste ur datat
kvarstar.

4.2.2 Identifiera diskriminering

Ingen av respondenterna svarade att de hade nagra uttalade metoder som de alltid arbetade utefter nér
de skulle identifiera vad som péverkade att diskriminerande utfall uppstér eller vart diskrimineringarna
hiarstammande fran. Detta var ett arbete som utfordes pa olika sitt beroende pa uppdrag eftersom vad
som é&r diskriminerande kan skilja sig at beroende pa uppdrag och sammanhang.

“Vi har ingen tydlig metodik pd det men det kan vara sa att det finns bra metoder men
sd som jag upplever det sd dr det vildigt case for case och hur viktig det dr och hur stor
skillnad det dr. Och det handlar vildigt mycket om vart den automatiska algoritmen ska
vara”. (Respondent #4)

Flera av respondenterna lyfte att identifieringen av vad det dr som bidrar att diskriminerande utfall
uppstar r ett detektivarbete och innebér vildigt mycket problemldsning. Det &r svart att kunna séga att
det alltid &r vissa speciella orsaker som paverkar att utfallen blir diskriminerande. Det &r olika frén fall
till fall vilket leder till att detektivarbete behdver utforas for att ta reda pé vad som 1 detta fall bidrar att
utfallen blir diskriminerande. For att kunna avgéra detta méste du vara insatt p4 omradet menar
respondent #2.

“Ddr krdvs det att man dr insatt i debatter generellt och fattar ndr vissa saker dr
kéinsliga. Det gdr inte att sciga ‘det hdr dir kénsligt’ i alla de héir fallen. Ar du intresserad
sd forstar du och har fingertoppskdnsla och forstar att du inte kan anvinda det pa det
hdr sdttet. Men i andra fall dr det jittesunt att anvdnda det pd det hdr sdttet for hdr dr
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det inte diskriminerande ndr det kommer till att rekommendera kidder.” (Respondent
#2)

Respondent #2 menade dérfor att det ar viktigt att personer som deltar i projekten har medvetenhet om
problemet samt besitter kunskap om vad som kan anses diskriminerande. Detta underlattar mycket i
arbetet med att identifiera diskriminerande utfall.

Samtliga respondenter lyfte liknande hjdlpmedel for att identifiera vad det &r som gor att
diskriminerande utfall uppstar. Dessa hjdlpmedel menade respondenterna var att goéra rapporter,
diagram, analyser eller korrelationsmatriser for att analysera det underliggande datat. Utifran dessa
hjélpmedel menar de att det &r lattare att forsté datan och hur den ér uppbyggd. Genom att gdra rapporter
pa datan menade respondent #1 att det blev léttare att hitta och ringa in vart ett problem finns.
Respondent #2 menade att korrelationsmatriser bidrar till att se vilka kolumner det &r som har paverkan
pa utfallet och kan pé sa sitt lattare identifiera vart diskrimineringarna uppstér ifran.

“Dd kan man anvinda en korrelationsmatris for att se vilka features och vilken kolumn,
kan man sdga, har vildigt stor paverkan pd vad det blir och da kan man se ‘verkar det
hdr vettigt eller inte?’” (Respondent #2)

Respondent #4 hade liknande asikter och menade att ett sétt att identifiera vart diskrimineringarna
uppstar ifrdn ocksé kan vara att gd tillbaka till datat och &ndra véirden i de kolumner som anvénds.
Darefter gar det att se om utfallet foréindras och pé s sétt identifiera vad det 4r som péverkar om utfallet
blir diskriminerande.

Verktyg som XAI (Explainable Artificial Intelligence) var nagot som flera av respondenterna menade
kan hjélpa till for att forstd varfor diskriminerande utfall uppstar genom att kunna se utifran vilka grunder
som modellen tagit sina beslut pa. Med hjilp av sddana verktyg menar de att man kan ga tillbaka steg
for steg 1 besluten som modellerna tar och se hur modellen gétt tillvéga for att komma fram till sitt utfall.
Pa sa sitt gar det att identifiera vad det var som gjorde att modellen gav ett diskriminerande utfall.
Respondent #5 menar ocksé att sddana hér verktyg dven ar viktiga for att kunna forstd hur modellen
agerar och for att man ska kénna att man har kontroll 6ver vad modellen gor.

“[...] den datan som du ger dr den som anvdnds, och du har ingen aning om hur den
anvdnds. Och sd ddr tror jag att det kan bli 6verallt. Du ldmnar en massa data och du
kan egentligen inte sdga vad som hdnder och sedan far du en modell som utefter den
datan har lirt sig ndgonting men du vet egentligen inte hur den har ldrt sig det. Om du
inte har tankt pad alla sddana hdr aspekterna ndr du har matat den med data sd kan det
bli problem.” (Respondent #5)

Respondent #6 tog dven upp ett specifikt verktyg inom ML som kan anvéndas vid identifiering av
diskriminerande utfall som heter What-if-tool (WIF). WIF ér ett verktyg for att kunna testa prestationen
i hypotetiska situationer, analysera skillnaden mellan att anvénda olika kolumner i datat och att kunna
visualisera modellens beteende utifrén olika datainput. WIF anvénds alltsa som ett komplement for att
forsta datans inverkan pa modellen béttre och for att kunna forsta hur modellen fordndras utifran olika
situationer samt vad det 4r som paverkar att utfallet blir som de blir. Respondenten menar att det inte ar
ménga som anviander liknande verktyg idag men tror att det kommer bli allt vanligare inom en snar
framtid. Respondenten menar vidare att liknande verktyg &r mycket effektiva och hjilpsamma. Dessa
verktyg ar ett bra hjdlpmedel i arbetet med att kunna identifiera vad det 4r som gor att diskriminerande
utfall uppstér.
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“Men som det hdr ‘what if” [...]. Nu ndr det finns sadana saker sa kan det vara en

Jjdttebra grej att komplettera med ocksd skulle jag sdga. [...] Det dr ndr man vl har ldrt
sig anvdnda de verktygen sd tror jag att det kan gd snabbare dn och sitta och skriva
SOL eller ‘kora lite hdr och kora lite dir’ och se vad som faller ut.”
(Respondent #6)

Slutligen menade dven alla respondenter att det som ar grundstenen i hela detektivarbetet med att
identifiera vart diskrimineringarna uppstér fran ir att du forstér datat valdigt vdl. Det dr séledes viktigt
att lagga tid pé att forstd hur datat &r uppbyggd och att sétta sig in i att forsté alla delar for lara kdnna sin
data. Detta gor att det lattare gar att forstd vad som kan bidra till att diskriminerande utfall uppstér.

“Men du kan ju gora vildigt uppenbara saker som att vi inte tar med kon i vdara
prediktioner, men det loser egentligen ingenting for det finns andra underliggande
faktorer ocksd. Sa om du ska ta bort ett konsbias sa mdste du bara enkelt sdtt forstda

datan vildigt bra och trdna upp diagram osv. Jobba vildigt grundligt med datan.’
(Respondent #4)

4.2.3 Regleringar

Flera respondenter beskriver att regleringar p4 omréadet vore bra for att fortydliga vad som ér tillatet att
gora eller inte gora, och samtidigt skydda integriteten hos privatpersoner och deras kénsliga uppgifter.
En gemensam bild som lyfts &r hur svért det skulle vara att fa regleringar, eller ndgon typ av lag,
generella for flera omraden. Respondenterna har svart att se hur dem skulle vara formade och fungera i
praktiken. Flera respondenter menar éven att dessa regleringar eller lagar formodligen inte kommer att
inforas inom den nirmsta tiden pé grund av att mycket pé omréadet fortfarande &r i sin linda. Men med
tiden, ndr tekniken véxer och borjar anvindas &nnu mer skarpt, kommer det behdvas négon typ av
reglering pa omradet. Respondent #4 ser exempelvis regleringar som ett méste som foretag ska forhalla
sig till:

“Jag tror att man gor ett misstag om man tror att foretag fixar det sjilv. Naturligtvis
borde det fungera pd samhdllsnivd, men regelverk mdste antagligen inforas som foretag
mdste forhdlla sig till och fa motsvarande béter om de bryter mot reglerna.”
(Respondent #4)

Samma respondent utvecklar sitt resonemang och reflekterar dver att regleringar formodligen inte
kommer finnas pé plats inom den nérmsta tiden pa grund av komplexiteten som omrédet innebér:

“Sa for samhdllets perspektiv tycker jag att det viktigaste dr att infora offentliga
regleringar och en nationell strategi for hur detta ska hanteras, men jag tror att det dr
valdigt langt dit. Det dr av sakens natur att det dr komplicerat och svdrt ddr det sdllan
dar svart eller vitt, néstan allt dr i grazoner.” (Respondent #4)

Respondent #2 lyfter ocksa att mycket ar i grdzoner och just darfor hade det varit bra med nagon slags
checklista for att fa veta vad som ér tillatet att gora eller inte.

“Det alla vill ha dr en checklista med vad man far géra och vad man inte fdr géra, och
nu dr det vildigt mycket som dr oklart, mycket dr grdazon” (Respondent #2)

Samma respondent menar vidare att det som skulle behovas ér tydliga riktlinjer med vad som fés och
inte fir goras, samtidigt som ett Overgripande organ behovs for att granska hur foretag anvénder
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tekniken. Detta speciellt i framtiden nidr Al och ML kommer att véixa och fa en storre paverkan pa
sambhaéllet.

“Ndr vi har ett samhdlle ddr vi har mycket Al och ML-modeller sa behover vi ha
granskande organ som underséker modeller och se vad det dr som gér sa hdr [...] det
skulle behovas, men just nu sd kimpar folk med att komma in. Allt dr sd himla nytt om
kanske 5-10 dr ddr varje foretag har massor Al eller ML-modeller, da vill man helt
enkelt kunna ha koll pad att det gar rdtt till. ” (Respondent #2)

Andra respondenter &r inne pa en liknande linje, dessa har utvecklat tanken och reflekterat 6ver vad en
typ av reglering skulle kunna vara. Respondenterna 4r inne pa sparet att en reglering skulle kunna vara
att man som foretag maste kunna forklara hur sina modeller kommit fram till ett beslut och vilka grunder
dessa har tagits pa. Detta finns i finansbranschen redan idag, men som i sa fall kan appliceras pa alla
omraden dir ML anvénds. Detta skulle i sa fall vara ett forsta steg for att komma till rétta med det
problem som finns.

“Det dr riktigt komplexa saker att svara pad. Jag vet inte vad som dr bra att gora, men
jag tycker det verkar klokt att man tagit initiativ pa EU-nivd och titta pd att man mdste
kunna forklara sina modeller.” (Respondent #5)

Respondent #6 har svart att se nagon lag pd omradet som kan vara generellt tillimpbart i praktiken. Dock
skulle krav pé att foretag ska kunna forklara sina modeller vara ett steg i rétt riktning. Respondenten
menar dock att foretag redan idag &r bra pa detta utan att det star i en lagtext.

“Det som dr vildigt viktigt och det man kanske ocksd ska stdilla krav pd, vilket mdanga
gor, dven om det kanske inte stdr i en lagtext dr att man mdste kunna forklara en modell
och vad den gor, vid inspektioner och liknande” (Respondent #6)

4.2.4 Ansvar

Ytterligare en 16sning for att minska diskriminerande utfall, som uppkom fran flera av respondenterna,
var att utse ndgon ansvarig 6ver modellerna. Tvé av respondenterna gav forslag att en ansvarig person
behover utses eller nagon gruppering som har det slutgiltliga ansvaret. Det skulle kunna vara en enskild
person som exempelvis en utndmnd chef eller ndgon slags revisor. Andra forslag som uppkom frén dessa
respondenter var att det ocksa skulle kunna vara ett speciellt t&d som har i uppgift att granska
modellerna, eller till och med den hdgsta ledningen pa ett foretag. Deras sammanlagda asikt var att det
tydligt méste utses ndgon eller nagra som har i uppgift att ansvara och 16pande genomfora kontroller av
modellerna.

Respondent #2 var enig om denna &sikt, att en specifik person behdver utses for att béra det dvergripande
ansvaret. Annars menade respondenten att ingen kommer ta detta ansvar om ingen specifik person utses.

“[...] for man kan inte sdga att alla har ansvar for dd blir det ingen som dr ansvarig”
(Respondent #2)

Samma respondent utvecklade sitt svar pa samma fraga:

“Jag tror man mdste ha ndgot typ av rdd eller nagon chef som driftar ML-modeller, dad
dr det ju dens, precis som att du dr ansvarig for en vanlig anstdlld sd bor det vara ndgon
ansvarig for en ML-modell.” (Respondent #2)
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Respondent #3 reflekterade ver den stora paverkan som modellerna ger och att det dérfor behdvs ndgon
form av kontrollfunktion som ansvarar for arbetet.

“I och med att det kan vara sa stor paverkan. Om vi tar i de fallen sd dr det definitivt i
hogsta ledningen, sd dr det ju. Och just ddrfor sd tycker jag att det dr mycket med det
hdr att man har ndgon form av revision eller nagon form av sadan kontrollfunktion som
man borde ha, sa man inte springer for snabbt” (Respondent #3)

I motsats till foregdende svar menade andra respondenter att det istéllet 4r varje individ som arbetar med
en modell att ta ansvar for utfallen de ger. Den kunskap som krédvs ska finnas hos de personer som
arbetar med omréadet.

“Det finns inget generellt svar pd den fragan. Men om du som projektmedlem far ett
problem och ska l6sa det med ML dr det mycket upp till dig och tdnka pd de hér sakerna,
tycker jag.” (Respondent #5)

Respondent #6 var inne pa samma spér, att det slutligen &r varje person som bér ansvaret och bor ha den
kunskap som krévs.

“Jag skulle sdga att det ligger vil egentligen hos dem som bygger modellen med hjdlp
av andra pd vigen, naturligtvis. Men i slutindan sa dr det ju den personen som ska ha
kunskapen for att veta vad som behovs och kunna tolka utfallet ocksa. Sd jag skulle vdl
sdga att det ligger hos den som dr data scientist.” (Respondent #6)

En annan respondent var inne pa ett tredje spir och menade, i kontexten som konsult ute pé ett uppdrag,
att ansvaret inte kan utses pa foretagen sjdlva utan att det méste finnas lagar och regler som styr.

“Jag tror att du pad ett uppdrag, att det inte kan overldtas till foretagen sjilva. Jag tror
det dr, det mdste antagligen ga igenom offentliga regler om vad som dr acceptabelt och
vad som inte dr acceptabelt.” (Respondent #4)
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4.3 Resultatmodell

Nedan presenteras en ny uppdaterad modell som foljer samma struktur som modellen som presenterades
1 kapitel 3 Teori (figur 1). Innehéllet i denna uppdaterade modell é&r istéllet baserad pa resultatet for
studien och det som framkommit frén intervjuerna, se figur 2. Séledes skiljer sig vissa delar av innehallet
i denna modell jamfort med teorin, vilket diskuteras under 5 Diskussion.

Diskriminerande utfall i maskininldrningsmodeller

Faktorer Definition av diskriminerin Manniskor Data
g

Lésningar | Motverka | | Identifiera | |Reg|eringar| | Ansvar |

Figur 2. Uppdaterad modell over det framkomna faktorerna och losningarna utifrdn resultatet for
studien.
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5 Diskussion

I foljande kapitel presenteras forst en analys och diskussion av studiens resultat. Dérefter foljer en
metoddiskussion och slutligen presenteras den etiska paverkan pa samhéllet som studien har.

5.1 Resultat

Med utgangspunkt fran studiens forskningsfragor kommer resultatet i foljande avsnitt att analyseras och
diskuteras tillsammans med en jamforelse hur resultatet skiljer sig gentemot studiens teori samt vilka
kopplingar som finns till teorin. Den forsta forskningsfragan besvaras och diskuteras under 5.7.7
Faktorer, och den andra forskningsfrdgan under 5.1.2 Losningar. Denna struktur &r i enlighet med
tidigare kapitel 3 Teori samt 4 Resultat, med viss skillnad fran 3 Teori.

5.1.1 Faktorer

I studiens resultat framkommer det att faktorerna som bidrar och orsakar diskriminering i ML-modeller
stimmer vél dverens med de faktorer som presenteras i studiens teori. Sdledes har ingen ny faktor for
uppkomst identifierats i resultatet jaimfort med teorin. Dock har faktorn “sprak™ inte tagits upp under
nagon av intervjuerna och dirfor tagits bort fran resultatets modell. Faktorerna for uppkomst av
diskriminerande utfall kommer att analyseras och diskuteras var for sig i detta avsnitt.

5.1.1.1 Definition av diskriminering

En faktor som kan ge uppkomst for diskriminerande utfall &r definitionen av diskriminering, vilket har
uppkommit i bade teorin och resultatet. I teorin ar flera kéllor (Beretta et al., 2019; Shrestha och Yang,
2019; Wong 2020) eniga om att det &r en svarighet att avgora vad som dr diskriminerande, och det blir
ett subjektivt beslut som maste tas kring detta (Shrestha och Yang, 2019). Det héir medfor att en ML-
modell kommer tolka vad som &r diskriminerande utifran vilken aspekt skaparen ser pa det (Beretta et
al., 2019). Pa liknande sétt visar respondenternas svar och studiens resultat kring denna faktor.
Respondenterna lyfter hur svért det &r att avgora vad som é&r diskriminerande f6r en ML-modell. Dels
for att det 4r subjektivt, men dven for att ett utfall kan uppfattas som diskriminerande i ett sammanhang,
men inte i ett annat. Av den anledningen menar flera respondenter att det &r avgdrande i vilket
sammanhang en ML-modell anvénds.

Vidare menar respondenterna att det blir upp till varje enskild person att ta besluten om vad som kan
uppfattas som diskriminerande i modellerna, vilket Shrestha och Yang (2019) menar 4r problematiskt.
Detta medfor att individen sjidlv far ett mycket stort ansvar for om modellerna kommer ge
diskriminerande utfall. En respondent anger vikten att involvera ménniskor som &r medvetna om detta
problem i varje projekt dir ML anvénds. Om en exakt definition av vad som ar diskriminerande hade
funnits hade férmodligen varje individ fatt mindre mdjlighet att ta egna beslut baserat pé eget tyckande
och det hade varit ldttare att avgora vad som inte ska goras for att utveckla diskriminerande ML-
modeller.

5.1.1.2 Mainniskan ér diskriminerande

I resultat lyfts, i enlighet med teorin, midnniskan som en central faktor av flera respondenter. I teorin
beskrivs det att ménniskan ar fordomsfull och att det &r dér diskrimineringen borjar (Gorrostieta et al.,
2019; Lin et al., 2020). Detta tas dven upp i resultatet dir det framkommer att respondenterna menar att
diskrimineringarna hérstammar fran ménniskan. [ teorin beskrivs det &dven att ménniskor &r
diskriminerande vare sig de vill det eller inte (Hellstrom, et al., 2020). Diskrimineringen, som kommer
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fran samhéllet, drvs sedan med in 1 modellerna nédr de utvecklas och modellerna kan dérfor skapa
diskriminering, for detta &r vad ménniskan har l4rt modellerna (Lin et al., 2020). Detta styrks dven i
resultatet dér respondenterna menar att datat som modellerna trénas med &r insamlad fran verkligheten
och speglar endast de diskrimineringar som finns i samhillet. Pa sé sétt drvs diskrimineringarna fran
sambhéllet vidare in till ML-modellerna och fortsitter leva vidare diar. Respondenterna menar att detta
sker eftersom ménniskan &r en central del i utvecklingen av modellerna och darfor har en mycket stor
paverkan pa hur utfallen blir, vilket ocksa styrks i teorin (Lin et al., 2020). De férdomar och
diskrimineringar som finns i samhéllet kan saledes foras vidare till ML-modeller genom att drvas in via
traningsdatat, vilket lyfts i bade resultatet och teorin (Abusitta et al., 2020). Ménniskan kan ocksa fora
sina fordomar vidare eftersom det d4r manniskor som avgor hur datat ska hanteras och vad i datat som
skulle kunna bidra till diskriminering (Lin et al., 2020). P4 sa sitt kan ménniskan fora sina fordomar
vidare till modellerna pa flera olika sétt.

Vidare framkommer det i resultatet &r att nir ménniskans diskrimineringar fors vidare in i ML-
modellerna, kan diskrimineringarna bli tydligare eftersom dem nu synliggors pa ett helt annat sétt &n
tidigare. En respondent menar att dessa diskrimineringar dven kan na ut och diskriminera fler ménniskor
an vad som var mdjligt innan och att det kan skapa ett storre problem. I enlighet med teorin (Gorrostieta
et al., 2019) och resultatet blir dérfor ménniskan och de fordomar som finns i samhéllet utgangspunkten
for vart diskrimineringarna i ML-modeller uppstar ifrén. Om ménniskan inte skulle vara lika
diskriminerande och fordomsfull skulle modellerna formodligen inte heller kunna skapa lika
diskriminerande utfall. Fortséttningsvis skulle problemet med att data innehaller diskrimineringar
minska da samhéllets diskrimineringar minskar, vilket &r kéllan dér datat samlas in fran. Detta styrker
dven det en respondent lyfter angdende definition av diskriminering, det &r viktigt att ha medvetna
ménniskor med i systemutvecklingsprojekt ndr man utvecklar ML-modeller. For att det &r ménniskan
som har storst pdverkan pa om utfallen frén modellerna i slutdndan blir diskriminerande.

5.1.1.3 Datat innehéller diskriminering

Négot som bade resultatet och teorin tydligt visar dr att modellernas traningsdata &r en avgdrande faktor
om en modell kommer ge diskriminerande utfall eller inte. Nar frdgan om vilka faktorer som
respondenterna trodde bidrog till att diskriminerande utfall uppstod svarade alla triningsdatat direkt.
Alla respondenter menar att modellen endast speglar den data som den blivit trinad med sa om datat
innehaller diskrimineringar kommer &ven ML-modellen att bli diskriminerande. Detta &r dven nagot
som tydligt framkommer i teorin och séledes stérker resultatet (Abusitta et al., 2020).

Vidare i teorin diskuteras vikten av att ha bra trdningsdata samtidigt som svarigheten att samla in den
lyfts (Abusitta et al. 2020: Pefia et al. 2020). Pefia et al. (2020) tar 4ven upp aspekten att det kan vara
kostsamt att hitta bra data vilket &ven gor insamlingen problematisk. Resultatet visar ocksd pa
svérigheter med insamlingen av datat och att brist pé tid vid insamlingen av data paverkar datakvalitén
negativt. Av den anledningen menar en respondent att en losning for att 6ka datakvalitén &r att dgna mer
tid till datainsamlingsarbetet, vilket i sin tur skulle ge béttre och réittvisare utfall frin ML-modellerna i
sluténdan.

Teorin beskriver vidare att det finns svarigheter med att vélja ut rétt delar ur datat (Ahn och Lin, 2020).
En svarighet med datahanteringen ir att skapa en jdmn datamingd sé det inte finns ndgon &ver- eller
underrepresentation av nagon grupp, vilket annars kan leda till diskriminerande utfall (Mujtaba och
Mahapatra, 2019). Detta framkom &dven i studiens resultat didr respondenterna menar att om
felaktig traningsdata viljs kan modellen hitta monster i datat, som en ménniska kanske inte kan se, vilket
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i sin tur skapar diskriminering trots att datat i sig inte innehdll direkta diskrimineringar. Nagot som
losifidis et al. (2019) tar upp i teorin &r att diskrimineringar inte endast uppstar fran att de fors vidare in
i modellen fran datat. Modellen kan sjélv skapa &nnu mer diskrimineringar som &r mer diskriminerade
an vad som var i datat om den data som modellen trdnas med &r ojimn eller innehéller diskrimineringar.

Det gér saledes att se tre olika problem som maste 16sas med att data innehéller diskrimineringar. Det
forsta problemet &r att de diskrimineringar som redan finns i datat fors vidare till modellen (Abusitta et
al., 2020). En ML-modell kan ocksa skapa diskrimineringar genom att ldgga ihop olika delar i en
dataméngd som egentligen inte innehéller direkta diskrimineringar. Det tredje problemet &r att modellen
ocksa kan forstirka de redan befintliga diskrimineringarna sa det blir &nnu vérre diskrimineringar én
vad som fanns i datat fran borjan (losifidis et al., 2019). Foljaktligen &r problemet med att datat
innehaller diskriminering dérfor ett viktigt problem att 10sa eftersom det kan ge negativa effekter pa
flertalet sétt.

5.1.2 Losningar

Utifran studiens teori och resultat skiljer det sig nagot mellan vilka 16sningar som finns for att motverka
diskriminerande utfall. De 16sningar som respondenterna lyfter har en storre bredd jaimfort med teorin.
Fokus laggs istéllet pA mer mjuka virden, speciellt niar det kommer till arbetet med att identifiera och
motverka diskriminering. I teorin presenterades framst tekniska verktyg (Aggarwal et al. 2019; Dev och
Phillips, 2019; losifidis et al., 2019; Leavy et al., 2020; Sharma et al., 2020) for att mildra befintlig
diskriminering vilket inte uppkommit i resultatet. I resultatet beskrivs istéllet detta mer som en 16pande
arbetsprocess i ett systemutvecklingsprojekt. En forklaring till detta skulle kunna vara att teorin har ett
direkt fokus pé specifika verktyg och tekniker for ML. I resultatet framstélls 16sningarna istéllet fran ett
projektperspektiv ddr ML anvédnds som en del i arbetet och 16sningarna far darfor ett bredare resultat.
Séledes har, utifrén de skillnader som finns i teori och resultat, [0sningen “mildra” tagits bort frén teorin
och istéller har “motverka” uppkommit i resultatet. Dessa losningar diskuteras i foljande avsnitt.

5.1.2.1 Motverka diskriminering

Resultatet visar flertalet viktiga losningar och nycklar for att lyckas med arbetet att motverka
diskriminerande utfall frin ML-modeller. I teorin lyfts flera verktyg som kan anvéndas for att mildra
befintlig diskriminering (losifidis et al., 2019; Sharma et al., 2020) vilket inte framkommit i resultatet.
I resultatet beskrivs istéllet detta arbete mycket bredare dér syftet dr att motverka diskriminering och
inte mildra befintlig. Arbetet kan istéllet knytas till en arbetsprocess som kontinuerligt méste arbetas
med och ses Over dér individers inblandning ar central. Resultatet visar att inga specifika verktyg
anvénds ndr det kommer till detta arbete. Istéllet lyfts 16sningar som har fokus p& mjuka vérden och som
16pande maste arbetas med, exempelvis att vara verksamhetsnéra, upplysa ménniskor om konsekvenser,
hdg medvetenhet hos de inblandade samt att prioritera arbetet med att motverka diskriminering i varje
projekt. En annan nyckel som lyfts av respondenterna ér att 16pande testa och utvérdera sina modeller
for att se till att modellerna &r anpassade till verkligheten eftersom vérlden idag &r snabbt foranderlig
och tekniken utvecklas i snabb takt. Dessa aspekter dr inget som framkommer i teorin.

Flera respondenter aterkommer till vikten av att ha bra traningsdata till modellerna. Genom att lagga tid
pa datainsamlingsarbetet for att sékerstélla datakvalitén kan méanga problem undvikas frén forsta borjan,
innan diskrimineringen 4rvs in i modellerna. Att datakvalitén &r en viktig faktor varfor diskriminering
uppstar framkommer i bade teorin (Abusitta et al., 2020; Ahn och Lin, 2020) samt resultatet. Detta togs
upp 1 diskussionen kring ménniskan, att det mesta av diskrimineringen egentligen hirstammar fran
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sambhéllet (Hellstrom, et al., 2020). Tréningsdatat samlas in fran verkligheten och for bara de befintliga
diskrimineringarna vidare till ML-modellerna (Abusitta et al., 2020). Foljaktligen kommer datat dérfor
bli mindre diskriminerande ifall fordomarna minskar i samhéllet. Det 4r dock ett mycket svart problem
att 16sa da méanniskor dr diskriminerande i sin natur, vare sig de vill det eller inte (Hellstrom, et al.,
2020). Ett ldttare forsta steg for att minska diskriminering frén ML-modeller skulle foljaktligen vara att
fokusera pé att forfina tréningsdatat och forsoka minska den redan befintliga diskrimineringen i datat.
Detta styrker saledes att datainsamlingsarbetet &r en kritisk faktor, vilket flera respondenter menar, och
bor foljaktligen prioriteras hogt nir ML ska anvéndas for att sdkerstélla kvalitén pa datat som ska
anvéndas for att slutligen undvika diskriminerande utfall.

5.1.2.2 Identifiera diskriminering

Aven om mycket tid och kraft liggs pé arbetet med att motverka dr det dessvirre troligt att en viss
diskriminering infinner sig i datat (Hellstrom, et al., 2020). Av den anledningen behover tid ldggas pa
att identifiera vad i datat som skapar diskrimineringen for att det ska kunna atgérdas. Detta arbete skiljer
sig i vad som presenteras i teorin jamfort med vad resultatet visar. I teorin presenteras automatiska
verktyg for att utfora detta (Aggarwal et. al., 2019; Dev och Phillips, 2019; Leavy et. al., 2020). I
resultatet menar respondenterna att detta istéllet handlar om en manuell process dir problemldsning pa
egen hand oftare sker 4n att ta hjélp av automatiska verktyg vilket presenteras i teorin. Arbetet beskrivs
med att ga tillbaka steg for steg i processen for att kunna ringa in vart ett problem hérstammar fran.
Visserligen anvénds olika verktyg i detta arbete, som till exempel analysmallar och korrelationsmatriser,
men de ir inte samma typ av verktyg som presenteras i teorin. En central del i detta arbete blir saledes
den individuella personen som utfor detta arbete. Detta tyder pa vikten att vara insatt inom omradet och
samtidigt relevansen att verkligen forsta den data som hanteras, vilket flera respondenter beskriver.

En forklaring kring varfor négra automatiska verktyg inte anvénds skulle kunna vara att mycket kring
omradet ML fortfarande &r i sin linda, vilket flera respondenter beskriver i resultatet. Den forskning som
beskrivs i teorin har frimst bedrivits senaste &ren och ar séledes vildigt ny kunskap pa omrédet. I och
med att omradet runt ML fortfarande &r s& pass nytt kan det vara sé att branschen &nnu inte hunnit
anpassa sina arbetsprocesser och implementera de verktyg som foreslés i forskningen (Aggarwal et. al.,
2019; Dev och Phillips, 2019; Leavy et. al., 2020). Detta kan vara en forklaring varfor respondenterna
beskriver fa verktyg i deras arbete jamfort med det som presenteras i den tidigare forskningen.

5.1.2.3 Regleringar

En likhet i resultatet jaimfort med teorin, nir det kommer till 16sningar, &r att behovet av regleringar pa
omradet runt ML lyfts. En respondent ser detta pa samma sitt som Wong (2020), att det &r ett maste att
i framtiden infora regelverk som foretag maste forhalla sig till. Resultatet visar att det finns ett behov att
skydda individer och deras integritet, speciellt i framtiden ndr ML kommer véxa och anvéndas i storre
utstrdckning. Detta stods ocksa i teorin dir Raji och Buolamwini (2019) menar att en utredning av
riktlinjer och policys krdvs for att skydda minoritetsgrupper i framtiden. I resultatet skiljer sig
respondenternas &sikter géllande hur regleringar skulle fungera i praktiken, men den Overgripande
bilden ir att detta skulle vara ett bra steg for att motverka det problem som finns. Aven fast den generella
uppfattningen dr att regleringar dr ett bra steg att ta i framtiden, medger flera respondenter att
regleringarna mest troligt &terfinns i framtiden men att det kommer ta tid innan de kan implementeras.
Detta kan bero pa att mycket med ML befinner sig i grazoner, att det &r sé pass nytt och vildigt komplext,
vilket resultatet visar.
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Ytterligare en aspekt som kan tdnkas paverka dr att det &r svart att avgora vad som ér diskriminerande
eller inte, vilket tas upp i teorin (Beretta et al., 2019; Shrestha och Yang, 2019) och resultatet. Mycket
ar alltsé beroende pa i vilket sammanhang en modell anvénds och att det samtidigt &r subjektiv, vilket
flera respondenter ocksé beskriver. Nédgot som inte framkommer i resultatet, men i teorin (Holstein et
al., 2019: Shrestha och Yang, 2019) é&r efterfrdgan pa standardiserade processer. Detta skulle kunna
forklaras pa liknande sétt som med regleringar, att omradet fortfarande &r sé pass nytt och att branschen
annu inte hunnit kommit sé langt for att uppleva behovet, vilket flera respondenter lyfter i resultatet.

En respondent menar att det skulle behdvas ett granskande organ som pa en dvergripande niva reglerar
och granskar hur foretag anvénder tekniken. Detta &r inget som direkt lyfts i teorin. Det skulle kunna
vara att det i s& fall borjar pa ett politiskt plan att for att skota regleringar samt infora ett granskande
organ, vilket dr dir Wong (2020) menar att ansvaret ligger for att hantera problemet som finns pa
omrédet.

Ytterligare ett forslag som lyfts i resultatet som en tiankbar reglering dr kravet att det ska gé att forklara
hur en ML-modell kommit fram till ett beslut. Det kravet finns redan pd ML-modeller som anvénds i
finansbranschen idag, men som i sé fall kan appliceras i alla branscher och omraden dédr ML anvénds.
Detta tas inte upp som en reglering i teorin, men ett verktyg som i sa fall kan hjilpa till och utfora detta
ar XAl (Barredo Arrieta et al., 2020; Gilpin et. al., 2019). Eftersom det ofta 4r sa pass svart att identifiera
vart ett problem, eller diskriminering, hdrstammar fran (Holstein et. al., 2019), skulle det formodligen
finnas en stor vinning for foretag att implementera XAl oavsett i sina ML-modeller. Om det blir enklare
att identifiera vart problemet finns gér det fortare att rétta till problemet, vilket slutligen minskar de
diskriminerande utfallen frén ML-modeller.

5.1.2.4 Ansvar

Analysen visar att det framkommer &sikter och tankar kring ansvarsfrigan kring ML-modeller i
resultatet, vilket dr ndgot som ej uppkommit i studiens teori. Resultatet visar att sikterna i denna fraga
skiljer sig hos respondenterna. Négra respondenter dr inne pé att det maste tydliggoéras vem som har
ansvaret for en ML-modell medan andra menar att det &r upp till varje individ som arbetar med modellen.
Niér respondenterna menar att ansvaret maste tydliggdras kan det vara att utse ndgon person eller ndgon
gruppering pé foretaget som ansvarar for flera modeller. Den andra asikten fran de andra respondenterna
i den hér fragestillningen, menar att det ar upp till varje inblandad person som arbetar med ML-modellen
att ta ansvar for de utfall som modellerna ger och ha den kunskap som krévs for att det inte ska bli
diskriminerande utfall. Om varje individ, eller en utndmnd person, ska ta ansvar for utfallen kommer de
behova ta egna beslut om vad som dr diskriminerande, vilket riskerar att skapa problem eftersom det
blir ett subjektivt val (Shrestha och Yang, 2019). For att undvika problem och minska olika individers
subjektiva bedomning och tolkningar av vad som &r diskriminerande (Beretta et al., 2019) i komplexa
fragor kan en del av den framtida 16sningen vara att utse en gruppering som ansvar for driften av ett
foretags ML-modeller, vilket flera respondenter lyfter. Detta skulle i sa fall minska risken att en enda
person tar beslut utifran sitt perspektiv och den definition som passar just dem (Wong, 2020).

Ett tredje spar i ansvarsfrdgan uppkom ockséd. En respondent menade att ansvaret inte kan lidggas pa
foretagen sjélva, utan menade istéllet att det maste till offentliga lagar som styr vad som ér tillétet. Den
hér respondenten pratade forvisso i kontexten som uthyrd konsult, men 4r inne pd samma spér som vissa
delar i teorin géllande regleringar (Wong, 2020).
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5.1.3 Analysmodell

Utifran det som diskuterats i detta kapitel, 5 Diskussion, har en modell tagits fram for att visualisera de
skillnader som finns i resultatet jamfort med teorin. Modellen 4r en sammanslagning av tidigare
presenterade modeller, figur 1 och figur 2, och f6ljer saledes samma struktur. I denna modell syns att
faktorn “sprak” har forsvunnit tillsammans med losningarna “mildra” samt den 6vergripande kategorin
“verktyg”. Dessa har markerats med grétt for att tydligt visa att de ej framkom 1 resultatet. Losningarna
“motverka” och “ansvar” har lagts till i modellen, vilket var ndgot som uppkom i resultatet men som
inte presenterades i teorin. Dessa tva har fatt en bredare kontur for att visualisera att de &r nya. Samtidigt
har de nya relationerna mellan faktorer och 16sningar markerats ut med en bredare markering for att
tydligt visa hur de nu hénger ihop.

Diskriminerande utfall i maskininlarningsmodeller ‘

Faktorer Definition avdiskrimineringar‘ ‘ Manniskor l | Data | Sprak

Losningar | Motverka | ‘ Identifiera ‘ Mildra | Regleringar ‘ [ Ansvar

Verktyg

Figur 3. Modell som visualiserar skillnaderna mellan teori och resultat.

5.2 Metod

Utifran den genomforda metoden, som haft en kvalitativ utgangspunkt, har arbetet haft ett strukturerat,
noggrant och systematiskt arbetssétt. En kvalitativ forskningsmetodik valdes p& grund av att syftet var
utformat fOr att besvaras pa ett bredare sitt dir erfarenheter, asikter och kunskap behévdes (Denscombe,
2018). Ifall en kvantitativ forskningsmetodik hade valts hade svaren fran respondenterna begransats med
tanke pa att det inte funnits mojlighet att stélla foljdfragor eller be respondenter att utveckla sina
resonemang. En kvantitativ forskningsmetodik hade dock givit forutséittningar att undersdka med ett
mycket storre och bredare urval, vilket i sé fall hade 6kat studiens trovérdighet. Foljden av en kvantitativ
metod hade dock blivit att det varit mycket svarare att ta vara pa varje respondents erfarenhet. For att
uppna syftet valdes dérfor en kvalitativ metod dé ett bredare perspektiv kunde ges, vilket behdvs for att
besvara studiens syfte. De frdgor som stélldes i intervjuerna baserades pé den tidigare forskning som i
sin tur utgick fran studiens forskningsfragor. Detta gav en grund till att studien slutligen kunde uppné
syftet.

Studien tar utgdngspunkt i en noggrann och strukturerad planering (Denscombe, 2018). Detta for att en
tydlig plan 6ver hur och nir de olika aktiviteterna i studien skulle utféras. Detta har dven gjort att
intervjuerna och de intervjusvar som samlats in bearbetats noggrant och strukturerat for att inget
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intressant skulle missas. Eftersom felkéllor kan uppsta i kvalitativa studier dér det ar latt att forskarens
egna asikter fors vidare in i resultatet, var det extra viktigt med en noggrann och strukturerad bearbetning
av intervjuerna for att tillréckligt med tid skulle finnas for att analysera materialet (Denscombe, 2018).
Utifran en medvetenhet kring denna risk, vilket funnits med i arbetet under hela studien, har studiens
arbetssitt hjalpt till att minska inforandet av egna &sikter i resultatet. Detta for att alla intervjuer har
bearbetats flertalet gdnger och granskats noggrant. Dock ska det paminnas om att forskaren har en
central inblandning nér det kommer till kvalitativa studier och det alltid finns risker eftersom forskarens
varderingar, bakgrund och overtygelser har en stor betydelse i datainsamlingen samt analysen av datat
(Denscombe, 2018). Vidare har det varit tvé personer som arbetat med denna studie, vilket har skapat
forutsattningar att kontrollera med varandra hur intervjuerna uppfattats och dd minskat risken for
subjektiva tolkningar av materialet. Detta har ytterligare styrkt att respondenterna uppfattats korrekt
jamfort med att vara ensam dé det kan finns storre risk att missuppfatta nagot.

I och med den rddande pandemin i samhéllet utfordes intervjuerna pa distans. Detta innebar att ett
bredare urval kunde ske dir ingen begransning av respondenter inom samma ort behdvde goras. Nu
kunde respondenter istillet véljas utifran kunskap och erfarenhet pd omrédet inom den valda
organisationen (Denscombe, 2018). Dock fanns en medvetenhet om att intervjuer dver distans kan
begrénsa respondentens ansiktsuttryck och kroppssprak vilket kan gora att det ar léttare att missforsta
varandra. Denscombe (2018) menar dock att internetbaserade intervjuer i realtid med visuell kontakt har
samma for- och nackdelar som intervjuer ansikte mot ansikte. Att intervjuerna utférdes dver distans var
inte heller nagot som upplevdes paverka intervjuerna negativt. En anledning som ocksa kan ténkas bidra
till detta &r att vi som genomfort denna studie &r vana att arbeta pé distans vilket samtliga respondenterna
dven var.

Urvalet av respondenter var viktigt for att kunna besvara forskningsfragorna dé det undersokta omradet
var komplext for en person som inte &r palédst pa omradet. Av den anledningen skedde urvalet med hjélp
av en kontaktperson som har god erfarenhet pd omradet samt besatt kunskap om studiens bakgrund och
syfte. Detta hjélper till att styrka att de deltagande respondenterna har kunskap och erfarenhet pa omradet
(Denscombe, 2018). Da respondenterna dr konsulter, vilket alla varit flera ar, gor att de arbetat inom
olika foretag och olika projekt och darfor erhéllit kunskap och erfarenhet fran varierande hall. Dock gér
det dnda att kritisera studiens urval av respondenter. Forst och framst ar antalet respondenter f4, vilket
medfor att det inte gér att generalisera eller dra nigra storre slutsatser av resultatet. For det andra var
samtliga respondenter anstidllda inom samma organisation vilket gav ytterligare begrinsad bredd i det
empiriska materialet. Om respondenter fran andra organisationer deltagit, dér man till exempel arbetat
med ML under ldngre tid men &ven med mer kénslig data, hade studiens resultat eventuellt kunnat bli
annorlunda. Eftersom studien ocks& hade ett begrénsat tidsperspektiv har det inte heller funnits
mdjlighet att skapa ett representativt urval av respondenter fran branschen. Séledes hade bade ett storre,
men #ven ett bredare urval okat studiens generaliserbarhet (Denscombe, 2018). Samtidigt visade
resultatet pad mycket enade asikter och flera av respondenterna bekréftade varandra i deras svar. Det var
endast ett omrade dér respondenternas svar skiljdes &t. Merparten av det empiriska materialet kan
séledes, i stora drag, ses bekrifta varandra och inneha samma riktning i asikterna. P4 sa sétt kan det
styrka trovirdigheten i det empiriska materialet (Denscombe, 2018). Vidare starks dven resultatet genom
att den tidigare forskningen for studien, pé flera omréden, ocksa visar liknande resultat (Denscombe,
2018). Men man fér da ha i atanke att detta &r ett begrénsat urval inom en och samma organisation och
kan darfor inte generaliseras for hela branschen om inte ett storre urval gors.
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Genom anvindandet av en analysmall strukturerades materialet upp infor analysen, vilket bidrog till att
f& en god Overblick dver det empiriska materialet. Analysmallen skapade tydlighet i vad varje
respondent sagt om de olika omriddena under intervjuerna samt att det enkelt gick att se om flera
respondenter hade liknande &sikter via férgkodningen som lades till. En tydlig begrinsning med
analysmallen gér dock att se. Eftersom analysmallen skapades av forskarna i samband med denna studie
ar den inte beprovad och testad i tidigare forskning. Av den anledningen finns det risk for forskarnas
subjektivitet vid skapandet av analysmallen och &ven vid anvéndningen. Dessutom finns risken att om
andra forskare skulle anvidnda analysmallen skulle den kunna tolkas pa ett annat sétt, vilket eventuellt
skulle skapa ett annat resultat om studien skulle upprepas av andra forskare.

Avslutningsvis har studiens forskningsfrégor besvarats via ett strukturerat, noggrant och systematiskt
arbetssitt. Resultatet for studien anses trovérdigt d& flera respondenter svarade pé liknande stt
tillsammans med att ménga delar ocksad kan stddjas i tidigare forskning (Denscombe, 2018). Den
systematiska forskningsprocessen, som beskrivits i 2 Metod, ger samtidigt stod till studiens
tillforlitlighet (Denscombe, 2018). Dock ér denna studie begrénsad i sitt urval och kan inte anvéndas for
att generalisera hela branschen men kan vara en fingervisare kring hur det ser ut inom omrédet.

5.3 Etisk péverkan pa samhillet

Denna studie har bidragit med kunskap om vilka faktorer som bidrar att diskriminerande utfall fran ML-
modeller uppkommer. Studien presenterar dven vilka 16sningar som anviands i arbetet for att minska och
motverka detta problem. I och med att mer kunskap om detta omrade presenteras kan studien etiskt
paverka samhillet i en positiv riktning, badde pa individniva och &ven pé samhillsniva. Detta pa grund
av att nir mer kunskap om detta omrade skapas och presenteras kan fler personer i samhéllet bli
medvetna att tekniken de anvénder i vissa fall &r diskriminerande, antingen mot dem sjéilva eller andra
grupper av ménniskor.

Studien kan péverka samhéllet positivt da studien samtidigt bidrar med kunskap for att 16sa det problem
som just nu skapar oetiska beslut for individer i samhéllet. Studien lyfter problemet, tillsammans med
faktorer och 16sningar, for att samhéllet i stort ska kunna skapa en stérre medvetenhet om det problem
som finns och vilka konsekvenserna dr. Detta kan anses kritiskt eftersom mycket med ML fortfarande
ar i ett tidigt skede och under utveckling samtidigt som omradet forvintas vixa kraftigt i framtiden.
Vidare kan studien bidra och paverka samhéllet att utvecklas i en positiv riktning i framtiden.

Aven om studien inte kan generaliseras for hela branschen bor foretag, som arbetar med ML i
systemutvecklingsprojekt, kunna anvénda studien som en upplysning for problemet och att det méste
tas pé allvar. Samtidig ndr omradet mognar, kan medlemmar i systemutvecklingsprojekt med ML,
anvénda studien for att fa kunskap om att det finns foreslagna verktyg och tekniker som kan hjilpa till
att arbeta med problemet. Individer utanfor branschen kan samtidigt anvénda studien for att fa en béttre
insikt och storre medvetenhet om det problem som finns.

Avslutningsvis kan studien anses lyfta det beskrivna problemomrédet och bidra till att kunskapen sprids
till en bredare publik i samhéllet for att fler ska kunna delta i debatten inom omradet. Om fler individer
deltar i debatten kan hardare krav stillas frén samhiéllet sa att branschen prioriterar och arbetar med
problemet. Forhoppningsvis kan foretag, via systemutvecklingsprojekt, anvéinda ML-tekniken pé ett
etiskt korrekt sétt i framtiden for att motverka den diskrimineringen som finns i samhéllet idag ndr ML-
tekniken fortstter att vixa och implementeras i fler tjénster.
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6 Slutsatser

Studiens syfte var att undersoka hur man i systemutvecklingsprojekt baserad pd ML arbetar for att
motverka att diskriminerande utfall uppstar. For att uppna syftet utgick studien fran tva forskningsfragor
dér den ena fragan var att identifiera vilka faktorer som bidrar till diskriminerande utfall. Den andra
fragan var att se vilka 16sningar som finns for att motverka problemet inom systemutvecklingsprojekt
baserad pd ML. Utifran studiens resultat ér det aterkommande att datat som ML-modellerna trdnas med
ar den mest avgorande faktorn som bidrar till diskriminerande utfall. Det ar inte modellerna i sig som
skapar diskrimineringen utan dem speglar endast den data som de trdnas med. Férdomarna som finns
djupt rotat i samhéllet drvs med in i tekniken och kan skapa &nnu storre diskrimineringar. Av den
anledningen blir datakvalitén en kritisk punkt ndr ML ska anvéindas, och foljaktligen blir
datainsamlingsarbetet den viktigaste delen att prioritera for att motverka diskriminerande utfall. En
annan del i det framtida arbetet att motverka problemet &r att infora regleringar pa omradet for att skydda
individer och granska vad foretag gor eftersom tekniken redan idag &r en central del i samhillet, vilket
lyfts 1 bade den tidigare forskningen samt i studiens resultat.

Avslutningsvis dr ménniskan, och de fordomar som finns i samhéllet, sjdlva grundproblemet till de
diskrimineringar som uppstéar i ML-modeller idag. Samtidigt, utifran resultatet, 4r den enskilda individen
likasé en central del i arbetet med att motverka problemet. Detta skiljer sig frén studiens teori dér flertalet
tekniska verktyg presenteras for att motverka problemet. I framtiden nér tekniken mognar och samtidigt
expanderar, kommer denna typ av verktyg formodligen att vara till stor nytta nidr problemet ska
motverkas.

6.1 Framtida forskning

I studiens resultat framkom tva omraden dér vidare forskning skulle behdva bedrivas for att i framtiden
motverka problemet med diskriminerande utfall fran ML-modeller. Det ena omradet géller vem som bér
ansvaret for ML-modellerna och ansvarar for att diskriminerande utfall inte ska uppsta. Studiens resultat
visade pé olika svar gillande ansvarsfragan for modellerna dér ingen av respondenterna sa att det
egentligen fanns nadgon som uttalat hade detta ansvar idag. Samtidigt trodde respondenterna att det skulle
hjilpa att motverka problemet, och anses darfor vara ett viktigt omrade att bedriva framtida forskning
pa. Dels gillande vem som bor bira detta ansvar men ocksé om, och pa vilket sitt detta ansvar i sddana
fall skulle motverka problemet med diskriminerande utfall fran ML-modeller.

Det andra omradet som framkom i resultatet dér vidare forskning behdver bedrivas ar géllande lagar och
regleringar kring ML. Géllande detta omrdde var de flesta respondenter eniga om att lagar och
regleringar skulle hjélpa till att motverka diskriminerande utfall, vilket dven lyfts i den tidigare
forskningen. Dock ndgot som respondenterna var eniga om, &r att de trodde att det skulle vara mycket
svart och komplext att infora regleringar, men samtidigt att det p&d nagot séitt kommer behdvas i
framtiden. Foljaktligen skulle vidare forskning behdva ske pa omradet. Dels for att ta reda pa hur lagar
och regleringar skulle hjélpa till att motverka problemet samt vilka lagar och regleringar som skulle
behova tas fram. Slutligen dven behdva undersoka hur lagar och regleringar i séddana fall kan
implementeras i branschen.
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Bilagor

Bilaga 1. Intervjuguide

Etiska frdgor och aspekter

- Forklara vart syfte

- Det du séger kommer att vara anonymt och endast anvéndas till denna studie, inte i nagot
annat syfte.

- Du har ritt att avbryta intervjun om du vill.

1. For att underlitta vart arbete skulle det vara bra for oss att spela in intervjun. Ar detta ok for
dig?

Individens bakgrund

2. Hur lange har du arbetat med maskininlarning och vilka roller och arbetsuppgifter har du da
haft?
3. Vad tycker du é&r intressant med maskininlérning?

Uppkomst av diskriminering

4. Vad tror du det dr som gor att diskriminerande utfall uppstér inom maskininlérning? (typ fran
datat, algoritmerna eller andra faktorer).
- Vilka av dessa faktorer ar dér diskrimineringar oftast kommer ifran?

5. Finns det vissa omrdden inom maskininldrning eller inom vissa branscher dér
maskininldrning anvénds dir det &r vanligare att diskrimineringar uppstar fran
maskininldrning?

- Kan det vara nagra speciella typer av diskrimineringar?
- Ar det mot en viss typ av grupp méinniskor?

Motverka/arbetet med diskriminering

6. Vilka specifika metoder, verktyg eller tekniker anvénder ni for att motverka/mildra
diskrimineringar?
- Kan du beskriva lite mer hur ni arbetar med problemet och kanske ge ndgot mer
exempel?
- Hur sdkerstdller ni att era dtgdrder ger effekt?
- Ndr “nojer” ni er och gar vidare?

7. Vem tycker du har ansvaret for att sékerstélla att sé lite diskriminering som mojligt uppstar?
- Ar det varje individ som arbetar pd problemet/omrddet?
- Foretaget?
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- FEller "borde” det finnas andra typer av regleringar/standarder att utgd ifran

8. Ar diskrimineringar inom maskininlérning ndgot som ni diskuterar/diskuterat p& jobbet?
- Hur?
- Vilken typ av forum i sd fall?

9. Om ni upptécker att det finns diskrimineringar, hur gor ni for att identifiera vart det
hirstammar ifran?
- Hur enkelt dr det att forstd varfor modellen dr diskriminerande?

10. Kan du ge nagot exempel dir du/ni upptickt diskriminering?
- Vad hdnde och hur tacklade ni det?
- Hur sdg den efterfoljande processen ut?

11. Vilka insatser tycker du dr viktiga att vidta om man vill arbeta for att motverka/minska
diskrimineringar inom maskininldrning?
Avslutande fragor

12. Finns det nagot som du kénner att vi glomt att fraga som skulle vara viktigt for av vikt for
studien eller nagot annat du vill ta upp eller fortydliga vidare?

13. Vi kommer transkribera denna intervju, vill du att vi skickar den till dig s& du kan kontrollera
innehallet?

Bilaga 2. Foljebrev

Foljebrev som skickades ut till urvalet for intervjupersoner via mejl.

Hej,

Jag har fitt dina kontaktuppgifter fran [en annan kontaktperson pé foretaget] da jag och min
klasskamrat Johan ska genomfora en studie hos er pd [verksamheten]. Vi &r tva studenter fran
programmet informatik med inriktning systemutveckling som léser sista terminen och ska nu skriva
var C-uppsats som examensarbete. Under var studie kommer vi att ha [kontaktperson] som var mentor
som ska végleda oss i vért arbete.

Vi vill utfora en studie gillande diskriminerande utfall frdn maskininldrningsmodeller. Syftet kommer
dels vara att undersoka vilka faktorer som paverkar att diskriminerande utfall uppstér fran
maskininldrningsmodeller samt studera hur ni jobbar i forhallande till detta problem och dé kolla hur
man kan arbeta for att motverka/minska detta problem.

Vi kommer genomfora denna studie via en intervju didr du far chansen att ge dina asikter och
erfarenheter pa detta omrdde. Av dessa anledningar letar vi efter dig som jobbar och/eller har
erfarenhet pd omradet maskininlérning och kan ténka dig att stélla upp pé en intervju som bor ta runt
max 30-45 minuter. Vér dnskan hade varit att kunna borja med intervjuerna redan nista vecka men
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vi forstar ocksa att detta kommer med lite kort varsel. Annars planerar vi dven for att genomfora
intervjuer under veckan efter, alltsé v. 48. S& om du vill hjilpa oss och stilla upp i var studie far du
gérna svara pa detta mejl s& vi vet att du vill stélla upp och sedan kommer jag att skicka ut tva mejl
till dig via en sida som heter Doodle dér du kommer kunna boka den tiden som passar dig for att
genomfora intervjun, antingen under v.47 eller v.48.

Vi planerar att genomfora intervjuerna online med tanke pa Covid-19 och d& genomfor vi dem via
Zoom och skickar i sa fall ut en lédnk till dig som du bara anvénder for att komma till vart Zoom-rum.

Vi skulle vara sa tacksamma om du vill stdlla upp och hjélpa oss!
Onskar dig en fortsatt fin dag!

Med vénliga hélsningar,

Ebba Wedin & Johan Eriksson

Bilaga 3. Analysmall

Analysmall som anvéndes vid analys av det empiriska materialet

Teori Intervju 1 Intervju2 Intervjiu3 Intervju4 Intervju5 Intervju6 Summering
Faktorer

Identifiera
Motverka
Definition av
diskriminering
Medvetet
skapar bias
Ansvar

Regleringar

Viktigaste
insatserna
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