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Sammanfattning

TinyML ar ett snabb viaxande tvarvetenskapligt omrade i
maskininlarning. Den fokuserar pa att mdjliggéra maskininlarnings
algoritmer pa inbyggda enheter (mikrokontroller) som arbetar vid lagt
effektomrade. Syftet med denna studie ar att analysera hur bra TinyML
kan &r l6sa typiska ML-uppgifter. Studien hade fyra forskningsfragor
som svarades genom att undersoka olika litteraturstudier och
implementera testmodell bade pa laptop och pa inbyggda enheter
(Arduino nano 33). Implementationen bodrjade med att skapa
maskininlarningsmodell i form av sinusfunktion genom att skapa ett 3-
lagers, fullt anslutet neuralt natverk som kan forutsaga sinusfunktionens
utdata, pa detta sitt anvands modellen som en regressionsanalys. Idéen
ar att trana modellen som accepterar varden mellan 0 och 27 och sedan
matar ut ett varde mellan -1 och 1. Darefter konverteras modellen till en
Tensorflow Lite for att kunna distribuera den pa Arduino nano 33.

Resultatet visade att TinyML &r bra 1osning for att 16sa ML-uppgifter
eftersom det lyckades oOverfora ML-algoritmen till mikrokontrollen
Arduino nano 33. TinyML kunde hantera och bearbeta data utan behov
till internetanslutning vilket gav mdgjlighet for utvecklare att
programmera pa ett effektivt och lampligt satt. TinyML verkar ha en ljus
framtid och manga  vetenskapliga studier papekar att
maskininlarningens storsta fotavtryck i framtiden kan vara genom
TinyML.

Nyckelord: TinyML, Mikrocontrollers, Tersorflow, [oT, Maskininlarning
(ML)
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Abstract

TinyML is a rapidly growing interdisciplinary field in machine learning.
They focus on enabling machine learning algorithms on built-in devices
(microcontrollers) that work at low power ranges. The purpose of this
study is to analyze how well Tiny-ML can solve typical ML tasks. The
study had four research questions that were answered by examining
different literature studies and implementing test model both on laptop
and on built-in devices (Arduino nano 33). The implementation began
with creating a machine learning model in the form of a sine function by
creating a 3-layer, fully connected neural network that can predict the
output of the sine function, in this way the model is used as a regression
analysis. The idea is to train the model that accepts values between 0 and
2m and then outputs a value between -1 and 1. Then the model is
converted to a Tensorflow Lite to be able to distribute it on the Arduino
nano 33. The results showed that TinyML is a good solution for solving
ML data, as they managed to transfer the ML algorithm to the
microcontroller Arduino nano 33. They could handle and process data
without the need for an Internet connection, which allowed developers
to program, anywhere and anytime any. TinyML seems to have a bright
future and many scientific studies point out that the biggest footprint of
machine learning in the future may be through TinyML.

Keywords: TinyML, Microcontrollers, Tersorflow, IoT, Maskininldrning
(ML)
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Terminologi

Forkortningar och akronymer

CNN Convolutional neural network
IoT Internet of things

ML Machine Learning

MCU microcontroller unit

PdM Predictive maintenance

RNN Recurrent neural network

TinyML  Tiny Machine Learning
Ttlite/TFL  TensorFlow Lite

Matematiska notationer

MAE Mean absolute error
Stdev Standard deviation
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Introduktion

Det har ar ett examensarbete pa mittuniversitet Varen 22. Studien ska
basera pa att undersoka termen Internet of things (IoT) som hanvisar till
den nya generationen av natverk.

Bakgrund

IoT involverar maskiner som kommunicerar information over internet.
IoT som ett koncept namngavs inte officiellt forran 1999, men ett av de
forsta exemplen pa en IoT ar fran borjan av 1980-talet och var en Coca
Cola-maskin, beldgen vid Carnegie Mellon University. Idéen var att
utvecklare skulle ansluta via Internet till den kylda apparaten och
kontrollera om det fanns en dryck tillganglig, och om det var kallt, innan
de gjorde resan for att kopa en. Kevin Ashton, MIT:s verkstdllande
direktor for Auto-ID Labs, myntade uttrycket “Internet of Things” 1999.
Han var den forsta som beskrev IoT nar har gjorde en presentation for
Procter & Gamble, men definitionen av IoT har utvecklats 6ver tiden.

IoT genererar enorma mangder data fran miljontals enheter och
maskininlarning (ML) kan hjélpa till att avmystifiera de dolda monstren
i JoT-data genom att analysera enorma méangder data med hjilp av
sofistikerade algoritmer. Foretag anvander ML for IoT for att utfora
prediktiva funktioner pa en mangd olika anvandningsfall som gor det
mojligt for foretag att f& nya insikter och avancerade
automationsmojligheter. ML ger mdjlighet att ta in och omvandla data
till ett konsekvent format darefter bygga en ML-modell och
implementera denna modell pa moln, edge och enhet. Idag observeras
en ny revolution i ML doméan framst pad grund av den okade
berakningskraften hos enheter och den sankta troskeln for att bade forsta
och anvdanda ML-verktyg. Nyligen har det till och med funnits manga
forsok att overfora dessa ML-bibliotek till annu svagare enheter, ofta
kallade TinyML. Dessa verktyg ar dock fortfarande i forsta etapper och
deras effektivitet for typiska IoT-scenarier behover undersokas
ytterligare. Studien kommer att undersoka hur TinyML kan vara lamplig
16sning for ML-uppgifter [1].
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Overgripande Syfte

Syftet med denna studie ar att utvardera hur bra TinyML-verktyg kan
16sa typiska ML-uppgifter. Efter den har studien kommer det sakerstalla
att framtidens IoT applikationer hantera sddana typiska uppgifter.

Problemformulering

Slutenheterna (Arduino nano 33) pa IoT ar nastan alltid extremt latta
enheter, som kanske ar oformogna att hantera tunga ML-berdkningar,
speciellt for traning av ML-modeller. Men som loT-applikationer blir
mer och mer beroende av slutenheterna, inklusive typiska svaga
inbyggda sensorenheter, maste dessa typiska ML-uppgifter kunna kora
dven pa dessa enheter [2]. Det ar darfor det behovs att utvardera hur bra
de nya TinyML-verktyg &r, hur de skiljer sig fran traditionella ML-
verktyg och vilken prestanda kan forvantas av att anvanda dem. Darfor
maste olika aspekter av detta problem evalueras och jamforas, samt
utfora fysiska matningar av deras verkliga prestanda.

Forskningsfragor

Fran arbetets syfte och problemformulering har det tagits fram féljande
forskningsfragor:

1. I vilka scenarios och sammanhang kan TinyML vara trolig en
16sning pa ML problem?
2. Hur de skiljer sig TinyML-verktygen fran traditionella ML-
verktygen?
3. Vilken prestanda kan forvantas fran TinyML-verktygen?
4. Hur star sig TinyML med andra state-of-the-art ML-verktyg?
Avgransningar
Studien kommer att fokusera enbart pa att undersoka TinyML verktyg.
Arbetet ska wutvdardera enklare TinyML Iosningar genom att
implementera ML scenario, darfér kommer en mer avancerad djup
inlarning ej vara i fokus. Studien ska inte undersoka nagra
mikrokontrollerverktyg som liknar TinyML pa grund av att TinyM ar
vanligast bland andra relaterade verktyg. Implementering kommer att

ske lokalt, dvs ingen data ska Overforas till server for att bearbetas.
TinyML mojliggor bearbetning och analysering av data pa samma enhet.

10
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Inga avancerade ML-uppgifter kommer att utforskas pa grund av att
mikrokontrollen har begransat arbetskraft och minne.

Oversikt

Under kapitel 2 beskrivs vetenskapliga begrepp och teorierna som
anvands i studien.

Kapitel 3 speglar studiens metod som kommer att anvandas under
arbetets gang.

Under kapitel 4 beskrivs de funktioner som anvands under utférandet.
Kapitel 5 ger en bild av implementation av TinyML.

Kapitel 6 presenterar resultat fran implementeringen.

I kapitel 7 diskuteras och analyserades resultaten som erhalls.

Under kapitel 8 redovisas slutsatser som sammanfattar hela arbetet samt
forslag pa framtida arbete.

11
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Teori

I detta kapitel kommer olika vetenskapliga begrepp att beskrivas for att
lasaren fa en tydlig bild av de termer och begrepp som kommer att
anvandas i studien.

Internet-of-Things (loT)

Ar ett system av sammankopplade datorenheter eller mekaniska och
digitala maskiner som har unika identifierare (UIDs) plus att de har
formaga att overfora data och kommunicera med varandra utan behov
av interaktion mellan méanniska och dator.

IoT hénvisar till de miljarder fysiska enheter runt om i varlden som nu
ar anslutna till internet och som samlar in och delar data. Tack vare IoT
blir manga maskiner och enheter intelligenta. Nagra exempel pa IoT, ar
en glodlampa som kan tdndas genom en smartphone-app, och i annu
storre skala fyller projekt med smarta stader hela regioner med sensorer
for att hjdlpa oss att forsta och kontrollera miljon.

IoT gjorde varlden smartare genom att forena det digitala med fysiska
universum. Den dr inte skilt frdn Internet, utan en expansion av det, den
ar ett intelligent satt att smalta samman verkligheten och cybervarlden. I
framtiden kommer det att finnas flera miljarder sammankopplade
enheter, vilket betyder nastan alla foremal som finns runt om i det
dagliga livet: gatubelysning, termostater, elmatare, traningssparare,
vattenpumpar, bilar, hissar, till och med gymvastar.

Idén var att lagga till sensorer och intelligens till grundlaggande objekt,
den diskuterades under 1980-1990-talen, da gick framstegen langsamt
helt enkelt for att tekniken inte var klar. Chipsen var for stora och
skrymmande och det fanns inget satt for objekt att kommunicera
effektivt.

Processor som var billiga och energisndla nog att vara nastan till
engangsbruk behovdes innan det antligen blev kostnadseffektivt att
ansluta miljarder enheter. Kevin Ashton myntade uttrycket ”“Internet of
Things” 1999, dven om det tog atminstone ytterligare ett decennium for
tekniken att komma ikapp visionen [3].

12
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Maskininlarning (ML)

Ar en metod for dataanalys som fokuserar pa teori, prestanda och
egenskaper hos inldarningssystem. Det &r en gren av artificiell intelligens
som bygger pa idén att maskiner och system kan ldara och analyser av
data, darefter identifiera monster med minimal mansklig interaktion.
Maskininlarningsalgoritmer anvands i en mangd olika applikationer
som t.ex. medicin, e-postfiltrering och datorseende, dar det ar svart att
utveckla traditionella algoritmer som kan utféra de noddvandiga
uppgifterna [4].

Termen ”"maskininlarning” myntades av Arthur Samuel, en datavetare
pa IBM och en pionjar inom Al och datorspel. Samuel designade ett
datorprogram for att spela dam, ju mer programmet spelade desto mer
larde det sig av erfarenhet med hjdlp av algoritmer for att gora
forutsagelser.

ML har visat sig vara vardefullt eftersom det kan losa problem i en
hastighet och skala som inte kan dupliceras av det manskliga sinnet
ensamt. Med en enorm mangd berdkningsforméaga bakom en enskild
uppgift eller flera specifika uppgifter, kan maskiner tranas for att
identifiera monster i och relationer mellan indata och automatisera
rutinprocesser.

I likhet med hur den maénskliga hjarnan far kunskap och forstaelse,
forlitar sig ML pa input, sdsom traningsdata eller kunskapsdiagram for
att forsta enheter, doméner och kopplingar mellan dem. Med definierade
entiteter kan djupinlarning borja.

ML processen borjar med observationer eller data, som exempel direkt
erfarenhet eller instruktion. Den letar efter monster i data sa att den
senare kan dra slutsatser baserat pa exemplen.

Det primara syftet med ML ar att tillata datorer att lara sig sjalvstandigt
utan mansklig inblandning eller hjalp och justera atgarder darefter. ML
ar inte science fiction, det anvands redan i stor utstrackning av foretag
inom alla sektorer fOr att framja innovation och 6ka processeffektiviteten.
Ar 2021 accelererade 41 % av foretagen sin utbyggnad av Al som ett
resultat av pandemin. Dessa nykomlingar ansluter sig till de 31% av
foretagen som redan har Al i produktion eller som aktivt testar Al-teknik.

13
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ML é&r allmant antagen till exempel datasdkerhet, ML kan identifiera
datasdkerhetsfel innan de kan forvandlas till intrang.

Genom att titta pa tidigare erfarenheter kan ML-modeller forutsaga
framtida hogriskaktiviteter sa att risker proaktivt kan minskas [5].

TinyML

Kan definieras som en gren av ML som mdjliggér ML-applikationer
tillgangliga pa enheter som ar resurs och kraftbegransade. De sma
maskinerna som anvands i TinyML ar mikrokontroller som fungerar
smart tack vare inbyggd maskininlarning. De kan féra maskininlarning
till inbyggda system dar de kan utfora ML-uppgifter med respons i
realtid.

TinyML tar ML till scenen genom att badda in artificiell intelligens pa
sma bitar av hardvara, med hjalp av TinyML ar det mojligt att utnyttja
algoritmer for djupinlarning for att trana natverken pa enheterna [6].

Pete Warden som allméant betraktad som TinyMLs fader, sdger i sin bok
att TinyML bor arbeta med en stromférbrukning under 1 mW. Eftersom
1 mW forbrukning gor att en enhet kan koras pa ett standard myntbatteri
med en rimlig livslingd pa manader till ett dr. Det kommer varje IoT
enhet att bli intelligent eftersom TinyML erbjuder mdgjligheten att
analysera data pa snabbt sitt, vilket paskyndar beslutfattande.

Enligt Pete Warden kommer TinyML att vara genomgédende i manga
branscher. Den kommer att paverka nastan varje enskild bransch:
detaljhandel, halsovard, transport, friskvard, jordbruk, finess och
tillverkning.

Véra telefoner kan bli edge-enheten som fangar data genom att lagga till
datainsamlingsfliken i Edge Impulse Studio. Detta gor att den kan kora
kraftfulla inlarningsmodeller baserade pa artificiella neurala natverk
(ANN) som nar och samplar sma sensorer tillsammans med lageffekts
mikrokontroller.

Idag finns det 6ver 250 miljarder inbyggda enheter aktiva i varlden, med
en forvantad arlig tillvaxt pa 20 procent. Dessa enheter samlar in stora
mangder data och att bearbeta detta i molnet har varit en stor utmaning.
Av dessa 250 miljarder enheter kan cirka 3 miljarder som for narvarande
ar i produktion stodja TensorsFlow Lite som for ndrvarande ar i

14
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produktion. TinyML kommer att 6verbygga gapet mellan edge-hardvara
och enhetsintelligens [7].

Mikrokontrollers

Ar en liten mikrodator som har en funktion att utfora specifik uppgift i
inbyggda system. Den bestar av processorn, minnet (RAM), seriella
portar och olika klockor. Den kan anvandas for att utfora enbart en enda
uppgift i en applikation. Dessutom ar dess design och hardvarukostnad
lag.

Arduino nano 33 som kommer anvandas i experimentet har nRF52840
mikrokontrollen [5]. Mikrokontroller anvands i ett brett spektrum av
system och enheter, de finns bland annat i fordon, robotar, medicinsk
utrustning och hushallsapparater. Mikrokontroller designade for att
styra sma funktioner i en storre komponent, utan ett komplex front-end
operativsystem (OS). Dessutom anvands de wutan ytterligare
datorkomponenter eftersom de ar designade med tillrackligt ombord
minne samt erbjuder stift for I/O-operationer, sa att de direkt kan
samverka med sensorer och andra komponenter.

Mikrokontroller arkitekturen kan baseras pa Harvard-arkitekturen eller
von Neumann-arkitekturen, bada erbjuder olika metoder for att utbyta
data mellan processorn och minnet.

Med en Harvard-arkitektur ar databussen och instruktionen separat,
vilket mojliggor samtidigt overforing.

Medan i Von Neumann-arkitekturen anvands en buss for bade data och
instruktioner [8].

Neuralt natverk

Ett neuralt narverk fungerar pa samma satt som den manskliga hjarnans
neurala natverk. En “neuron” i ett neuralt natverk kan betraktas som en
matematisk funktion som samlar in och klassificerar information enligt
en specifik arkitektur.

De &r en serie av algoritmer som stravar efter att kdnna igen
underliggande relationer i en uppsattning data genom en process som
liknar hur den manskliga hjarnan fungerar. I denna mening hanvisar
neurala natverk till system av nervceller, antingen organiska eller
artificiella till sin natur. De kan anpassa sig till forandrad input, sa att
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natverket genererar basta maojliga resultat utan att behova designa om
utdatakriterierna.

Ett neuralt natverk innehaller lager av sammankopplade noder, varje
nod ar en kand som perceptron och liknar en multipel linjar regression.
Perceptronen matar signalen som produceras av en multipel linjar
regression till en aktiveringsfunktion som kan vara olinjar.

Neurala nidtverk i finansvdrlden hjalper till med utveckling av
processorer som tidsserieprognoser, algoritmisk handel,
vardepappersklassificering, kreditriskmodellering och konstruktion av
proprietar indikatorer.

Ett neuralt natverk kan utvardera prisdata och avslojar mojligheter for
att fatta handelsbeslut baserat pa dataanalysen [9].

A recurrent nerual netwok (RNN):

Ar den senaste algoritmen for sekventiella data och anvinds av Apples
Siri och Googles rostokning.

Det ar den forsta algoritmen som kommer ihdg dess input, tack vare ett
internt minne vilket gor den perfekt lampad for ML-problem som
involverar sekventiella data.

Pa grund av sitt interna minne kan RNN:s komma ihag viktiga saker om
input, vilket gor att vara mycket exakta nar det galler att forutsdga vad
som kommer harnast.

RNN ér en typ av artificiellt neuralt ndatverk som anvander sekventiella
data eller tidsseriedata, dessa algoritmer anvénds vanligtvis for ordinara
eller tidsmdssiga problem, sdsom sprakoversdttning, naturlig
sprakbehandling samt taligenkdnning.

RNN anvander traningsdata for att lara sig och de kannetecknas av
sitt “minne” eftersom de tar information fran tidigare inmatning for att
paverka den aktuella inmatningen och utmatningen.

En annan utméarkande egenskap hos RNN ér att de delar parametrar
over varje lager i natverk.

RNN utnyttjar backpropagation through time (BPTT) algoritm for att
bestimma gradienterna. Principerna for BPTT &r att modellen tranar sig
sjdlv genom att berdkna fel fran dess utdatalager till dess inputlager.
Dessa berdkningar tillater oss att justera och anpassa parametrarna for
modellen pa lampligt satt [10].

16
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Relaterade arbete

I Trento universitet utfordes studien som liknar den har studien, dar
mats TinyML prestanda genom att utfora tva olika tester.

Det ena testet beskrev ”Gesture Recognition Use Case” medan den andra
var “"Wake Word Spotting Use Case”.

Nagra likheter och olikheter hittades under undersokningen i studien.
Till exempel relaterade forskarna det arbete som anvande
ett “convolutional neural netwok (CNN) for att bygga upp
maskininlarningsmodellen, medan den har studien
anvander “recurrent neural networks” (RNN).

Likheterna wvar att i det relaterade arbetet anviande forskarna
utvecklingsmiljo tensorflow lite, vilket a&r samma utvecklingsmiljo som
anvands i det har arbetet.

Resultatet i det relaterade arbetet var lampliga att jamforas med den har
eftersom forskarna kunde utféra maskininldarning pa Arduino nano 33
stycket med hjélp av TinyML[11].

En annan studie utfordes i Technical university of Denmark. Forskarna
undersokte tekniker som anvands for att optimera TinyML baserat pa
predictive maintenance (PdM).

De undersokte ocksa optimeringar som kan anvandas {for att uppna PdAM
med hjalp av TinyML.

Likheter med detta arbete var att de anvande ML modell som sedan
omvandlades till den TFLM modell som fungerar pa Arduino nano 33
[12].

17



3.1

3.2

Evaluating the Performance of Machine Learning on Weak IoT devices
Ahmad Waleed Monera Alhalbi
2022-06-02

Metod

Detta kapitel redogor arbetsgangen mer ingdende, vilka varderingar som
arbetet baseras pa.

Hur arbetssattet kommer att utforas, vilka faser som ska anvandas for att
planera arbetet.

Vetenskaplig metod

Under arbetet kommer det att anvandas tva vetenskapliga metoder for
att underldatta metoden och bygga upp den pa ett effektivt siatt. Tva olika
vetenskapliga metoder ska anvandas, Design science och Experimentell
kvantitativ metod.

Experimentell kvantitativ metod: Papekar pa de begrepp som ska
anvandas i undersokningen for att beskriva de foreteelser som studeras
innan data samlas in sa att de kan behandlas och matas numerisk,
darefter utfors statistisk dataanalys [13].

Design science (Designvetenskap): Ar en systematisk och strukturerad
kunskap, baserad pa observationer och resonemang, vilket resulterar till
allmanna principer och lagar. Den kan tolkas som fardigheter eller
kunskapsmassa inom den aktuella studien [14].

Tillvagagangssatt
Den delen kommer att beskriva vilka satt och vis som ska anvandas for
att besvara studiens forskningsfragor.

Forsta forskningsfragan ar att undersoka de scenarios av ML-problem
som TinyML kan vara en trolig 16sning pa.

Fragan kommer att besvaras genom att utforska nagra litteraturstudier
och wundersoka andra relaterade studier. Med hjidlp av de
undersokningarna kommer det ndmnas olika sammanhang dar TinyML
ar en lamplig 16sning pa ML-problem.

Arbetsgangen kommer att fortsitta genom att besvara andra
forskningsfragor, till exempel om det finns nagra skillnader mellan
TinyML och traditionella ML-verktygen (laptop), de skillnaderna
kommer att undersdkas under implementering och darefter ska nagra
vetenskapliga artiklar studeras noga for att stoda implementeringen,
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ocksa under utférandet kommer fokus vara pa TinyML:s prestanda for
att sakerstdlla deras anvandning pa andra verktyg.

En av forskningsfragorna kommer att besvaras genom att utforska olika
litteraturstudier och analyser av TinyML prestanda och darefter jamfora
den mot andra state-of-the-art ML-verktyg.

Projektmetod
Har kommer arbetsgdngen beskrivas mer konkret och detaljerad, hur

projektmetoden kommer att utféras och i vilken ordning varje steg ska
genomforas.

Teorifas

Olika litteraturstudier ska undersokas for att identifiera nagra tillstand
dar TinyML verkar vara losningar for olika ML-uppgifter.

Darefter ska ett ny litteraturstudie utféras med malet att se skillnader
mellan TinyML och traditionella ML-verktygen. Sedan ska en eller tva
lampliga 10sningar véljas for att implementera ML-uppgiften.

Slutligen kommer en utvardering av TinyMLs prestanda och andra
(state-of-the-art) ML-verktyg genomforas, och det ska ske under
implementationen och genom att utforska andra relaterat arbete.

Desginfas

Studien kommer att ha strukturerat arbetssatt.

Forst och framst kommer en prototyp som beskriver ML-modellen
skapas. Prototypen ska innehalla olika verktyg (Arduino nano 33, laptop)
som ska anvandas under utférandet.

Utover det ett flodesschema ska skapas for att forklara ML-koden, det
flodesschema kommer att ge en bild av arbetet som utfordes pa laptop.
Dessutom ska manga tester genomforas for att kontrollera verktygens
prestanda.

Implementeringsfas

I den fasen kommer prototypen som skapades i designfasen anvandas.
ML-modellen kommer att implementeras pa bade laptop och Arduino
nano 33 for att kontrollera prestationen.
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ML-uppgiften kommer utforas forst pa laptop, for att modellen ska
kunna omvandlas till en filtyp som kallas Tensorflow lite (TFLite) och
déarefter ska den Overforas till mikrokontrollen Arduino nano 33 med
hjalp av TinyML.

Det kommer anvdndas samma ML-uppgift i bada verktygen, men
skillnaden blir att det kommer ske en traning for modellen pa laptop men
inte pa Arduinon.Matfas

Prestanda kommer att mdtas under implementationen och data ska
analyseras. Det kommer ske olika tester pa bada verktygen for att fa
noggranna resultat. Manga matematiska formler och statistiska begrepp
ska anvandas.

Maitvardena kommer att lagras i en tabell, och illustreras i olika grafer for
att analyseras sedan wutifrdn logiska bedomningar. Fokus under
matningen kommer att laggas pa fyra olika matvarden.

Utvarderingsfas

Efter matfasen kommer resultatet att utvarderas i diskussionskapitlet.
Resultat som erhdlls av implementeringen ska analyseras genom att
studera data, som till exempel kontrollera TinyML:s prestanda och
undersOka skillnaderna mellan TinyML och ML-verktyg. Darefter
kommer slutsatser dras ut for att sammanfatta hela arbetet.

Utvarderingsmetod

Forst och framst ska studiens syfte utvarderas och kontrolleras for att se
om studien natt sitt mal.

Darefter kommer forskningsfragor att evalueras och besvaras genom att
analysera resultatet som erhélls av implementeringen och darefter
jamforas med andra relaterade arbeten.

Det ska undersokas olika faktorer som ska sdkerstédlla anvandning av
TinyML, sdsom datasekretess, den faktorn ar mycket viktigt i samhallet
eftersom manga anvandare vill fa stor datasekretess under anvandning
av sadan mikrokontroll. Utover det kommer studien att granska
TinyML:s prestanda utifran hur den ska overfora ML-uppgiften till
Arduino nano 33 pa ett sakert satt.
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Ansats

I detta kapitel ska det visas de olika programvarorna och hardvaran som
ska anvandas i arbetet.

Med hjalp av de smarta enheterna ska arbetet utforas.

Ansatsen ar att anvanda TensorFlow, Tensorflow Lite, Arduino IDE och
Anakonda.

TensorFlow (TF)

Tensorflow valdes for att implementera maskininlarning eftersom den
innehaller manga nyckelfunktioner. TF anvéands for att bygga och trana
ML-modellen. TF erbjuder tillgianglig och lasbar syntax vilket kommer
att  underldtta  programmering  speciellt med tanke pa
maskininlarningens avancerade karaktar.

Det ar ocksa ett lagnivabibliotek som ger mer flexibilitet i arbetet, detta
ger utvecklare mojlighet att definiera funktioner eller tjanster i modellen.
TF ger ett battre satt att visualisera data med sitt grafiska
tillvagagangssatt. Det mojliggdr ocksa enkel felsokning av noder med
hjalp av TensorBoard.

Detta minskar anstrangningen att besoka hela koden och loser effektivt
det neurala nédtverket. Utover det har TF kompatibilitet med Keras, vilket
gor att anvandarna kan koda nagra hognivafunktionssektioner i den.
Keras tillhandahaller systemspecifik funktionalitet till TF, sdsom ivrig
exekvering [15].

Arduino IDE

Arduino software innehaller en textredigerare for att skriva kod, ett
meddelandeomréade, en textkonsol, ett verktygsfalt med knappar for
vanliga funktioner och en serie menyer.

Utover det kan Arduino IDE ansluta till Arduino-hardvaran for att ladda
upp program och kommunicera med dem.

Program skrivna med Arduino software kallas skisser(sketches) och
dessa skisser ar skrivna i textredigeraren och sparas med filtillagget(.Ino).
Implementeringen ska utforas pa mikrokontrollen Arduino nano 33 och
darfor var det lamplig att vélja Arduino IDE som utvecklingsmiljo.
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Arduino IDE har tensorflow lite i sitt bibliotek, i det biblioteket finns
ocksa exempel pa ML-modeller som var fordefinierade, de exemplen ger
utvecklare mojlighet att testa Arduino kortet och fa en kansla hur
TinyML  fungerar. Dessutom behover inte Arduino IDE
internetanslutning nar den anvandas [16].

Anaconda

Anaconda ar varldens mest populdra data science-plattform for
datavetare och IT-proffs. Det ar standardplattformen for Python-
datavetenskap och maskininlarning med 6ppen kallkod.

Det kommer att anvandas Python for att skriva maskininlarningskod,
och for att kunna anvanda Python for maskinldrning i laptop, behovs det
installation av Python och en IDE som ska laddas ner med hjilp av
Anaconda-distribution.

Fordelen med Anaconda ar att den erbjuder mer an 1500 Python
datavetenskapspaket och de ar lampliga for att utveckla modeller for
maskininlarning. Ocksa att forse det fOr programmerare viktigaste
datavetenskapspaketet som anviands i vetenskaplig berdkning i ett
bekvamt paket utan behov av att installera det individuellt. Dessutom
minskar condas anvandning ovantade problem under arbetsgangen [17].

Tensorflow lite (TFLite)

Ar en samling verktyg anvinds for att konvertera och optimera
TensorFlow- modeller for att koras pa mobila och avancerade enheter.
Den har utvecklats av Google for internt bruk och senare 6ppen kallkod.
Idag kors TFLite pa mer an 4 miljarder enheter.

TFLite minskar avsevart hindren for att introducera storskaligt
datorseende med maskininldrning pa enheten, vilket gor det maojligt att
kora ML overallt. Den ger mojligheten att utfora forutsagelser pa en
redan trdanad modell (Inferenseuppgifter). Dessutom optimerar TFLite
den tranade modellen med hjalp av kvantiseringstekniker vilket minskar
den nodvéandiga minnesanvandningen saval som berdkningskostnaden
for att anvanda neurala natverk [18].

Motivering av anstas

Eftersom studien baseras pa ML-uppgift, var det lamplig att vélja ndgon
plattform som erbjuder flexibla och omfattande verktyg, bibliotek som
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tillater utvecklare att bygga och trana enklare ML-drivna applikationer,
och den plattform som erbjuder sdidana majligheter ar TF.

TFLite anvands &dven som en l0sning for att kunna kora
manskininlarningmodellen pa inbdddade enheter. Utover det anvands
mikrokontrollen Arduino nano 33 for att tillimpa TinyML, s& det var
lamplig att anvanda Arduino IDE eftersom den innehdll enkla
installningar som ger mojlighet att kontrollera och modifiera
mikrokontrollen pa ett effektivt satt, pa sa vis var det enkelt att ansluta
Arduino kortet till Arduino IDE. Anaconda valdes att anvandas for att
den kan distribuera Python for vetenskapligt &ndamal som
maskininlarning, applikationer och prediktiv analys.
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Implementering

I det har kapitlet kommer designprocessen att forklaras och beskrivas.
Bilden nedan ska anvdndas for att underldtta ldsarens forstaelse.
Modellen visar konceptet TinyML som mojliggor
maskininlarningsalgoritmer pa mikrokontroller Arduino nano 33.

/
=

Arduino
WELT

Measurment

Figure (1): Modellen éversikt

Input

Input beskriver data som kommer anvdndas under implementationen. I
den har enheten kommer en modell att skapas med begransade resurser.
Modellen bestod av ett neuralt natverk RNN som anvander algoritmer
for ordindra eller tidsmassiga problem, och modellens idé var att skapa
sinusfunktion som kan forutsaga utdata. Utférandet borjades med att
trana modellen som accepterar varden mellan 0 och 27t och som sedan
matar ut ett varde mellan 1 och -1. Det bestams att ingangsvardet ska
vara x och utgangsvardet som y, sa att modellen ska kunna forutsdga y
= sin(x).
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Maskininlarning (ML)

I den delen genererades ett 3-lagers, fullt anslutet neuralt natverk som
visar i figur (2) nedan, som hade funktionen att forutsaga utsignalen fran
sinusfunktionen. Det anvdnds som en regressionsmodell som bestar av
en uppsattning ML-metoder och kan forutsiga en kontinuerlig
utfallsvariabel (y) baserat pa vardet pa en eller flera prediktorvaribler (x).
Regressionsproblem ar en av de vanligaste applikationerna for ML-
modeller, den ar ocksa en integrerande del av alla prediktiva modeller
som finns i ML. Utover det maste regressionsmodellen forsta sambandet
mellan funktioner och resultatvariabler, darfor dr noggrant markta
traningsdata avgorande.

Input: Float

x value [0, 21)

Output: Float
Prediction [-1, 1]

Figur (2): tre-lagers neuralt nitverk

Det skapades ett ML flodesschema under utférandet pa laptop. Det
beskriver hur koden delades i olika programfaser (datainsamling,
dataforberedelse, inlarning och forutsagelse, utvardering av prestanda
och utdata), under varje fas beskrivs olika tillstind under
programkorningen. Idén med flddesschema var att skapa en bild som
forklarar ML koden.
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Figur (3): ML dataflode

Datainsamlingen innehdll initiala virden som anger datatyp till variabler
till exempel antal prover “nsamples = 100” som anvands som
datauppsattning.

Aven en procentandel “test_ratio = 0.2” av prover som bor hallas for
valideringsuppsattning och testset. 1 dataforberedelse borjades
datagenereringen i form av stickprov, det skapades 1234 slumpmassiga
siffror med hjalp av funktionen “np.random.seed(1234)”, den funktionen
gor slumptalen forutsagbara.
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Utover det skapades en brusig sinusvag med dessa varden, darefter
delades datasetet upp i utbildning-, validerings- och testset for att borja
modellens traning.

Funktionen ”assert” anvands for att kontrollera att uppdelningarna
summerar korrekt. Modellens inlarning bestod av ett 3-lagers, fullt
anslutet neuralt natverk figur (2) som kallades “Dense” och det neurala
natverket fanns i Python-bibliotek (keras) som ar kraftfullt och anvands
for att utvardera modeller for djupinlarning. Optimerare, forlustfunktion
och matvarden for att modellera och kompilera monstret tillampas.

Modellens tranades under 500 “epochs”, med “batch_size = 100” som
hanvisar till antalet traningsexempel som anvands i en iteration.

Darefter genererades en graf som inneholl prediktiva varden mot
faktiska varden.

For utvardering av resultatet tillampas funktionen ”time.process_time()”
for att mdta upp tiden som togs av programmet att kora klart
exekveringen. Dessutom anvands det vanliga statistikmattet som
standardavvikelse for att mata hur mycket infernstiden avvek.

Under traningen visades modellens forlust och valdination i varje epoch
vilket gav mer noggrannhet i utvardering av resultatet. Sista fasen i
programmeringen presenterade utdata i form av prediktiva varden

Laptop

Maskininldrningstraning borjades pa TF utvecklingsmiljo genom att
importera ndodvandiga paket. Det anvands enstaka CPU-system for att
bearbeta data under traningen. Det skapades ett slumpmassigt urval av
x-varden som anvands i funktionen. Darefter delades data upp i
traningsvalidering och testuppsattningar som visas i diagrammet, figur
(4) , pa detta satt skapades ett fardig ML monster.
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Figur (4): Data under trining

Modellen omvandlades till TFLite modell med hjdlp av en inbyggd
omvandlingsfunktion som fanns i TF resurserna. Eftersom modellen blir
i TFLite form, kunde den distribueras genom TinyML pa
mikrokontrollen Arduino nano 33. Efter omvandlingen blev modellen
mer optimerad eftersom den stora ML-dataméangden minskades.

TinyML

Som ar en typ av ML hade funktionen att krympa djupinlarningsnatverk
for att passa pa mikrokontrollen Arduino nano 33. TinyML gav
mikrokontrollen mojlighet att analysera data utan behov av att skicka de
till en server, samt bearbeta data med lag latens. Utover det erbjuder
TinyML datasekretess genom att spara kansliga data under utférandet.
Arduino IDE utforde ML-uppgiften med respons i realtid och med lag
energiforbrukning.

Arduino nano 33

ML-modellen laddades upp till Arduino kortet genom Arduino IDE.
Exekvering av ML modellen borjades pa Arduino kortet genom att
omvandla den till TFLite datafil sedan lagrade data som fanns i filenien
Array i form av hexadecimala varden.

Det tog nagra sekunder innan koden 6verfordes fran Arduino IDE till
Arduino kortet. Darefter bearbetade Arduino kortet data och skickade
en utsignal till Arduino IDE i form prediktiva vdarden som visades pa
skarmen. Dessutom skapades ett diagram som presenterade
sinusfunktions prestanda i form av frekvens. I bilaga A nedan finns
lanken till alla koder som anvands i utférandet.
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Matuppstallning

Har presenteras de funktioner och verktyg som ska anvandas for att
mata olika varden under implementationen.

Maskininlarning

Koden utfordes i en utvecklingsmiljo som kallades PyCharm. Forst
laddades Python ner. Darefter installerades Tensorflow som é&r ett
programvarubibliotek och det anvands for maskininlarning med sarskilt
fokus pa traning och slutledning av djupa neurala natverk. Koden skrevs
i Python som dr ett effektivt sprak. Det anvandes en modul (time) och
darefter anvandes”’time.process_time()” funktion for att mata upp
program korning, den funktionen hade egenskap att returnera vardet i
sekund av CPU-tid for den aktuella processen.

Programkorningstid var forsta matvarde i matserie. Andra matvarde var
inferenstid som ar en process i maskininldrning som anvands for att
berakna en utdata som ett enda numeriskt varde.

Det utfordes 500 epoch under modellens traning och varje epoch hade
sarskild inferenstid. Idén var att summera alla dessa tider i varje epoch
och darefter rakna medelvarde av alla inferenstiderna.

Tredje matvardet var standardavvikelsen som anvands mest bland
matten pa statistisk spridning. Det anvands “stdev()” funktion som &r en
statistik modul i Python. Med hjalp av den funktionen stdev() kunde
programmet rdakna ut standardavvikelse.

Dessutom anviands det “Mean Absolut Error” som berdknar
medelskillnaden mellan de prediktiva varden och faktiska varden.

1 2 A
MAE= — > |y — il

i=1 I—|—I I—|—|
predicted vaue actual value

test set

Figur (5): Mean absolute error

Den funktionen anvidnds bland annat som utvdrderingsmatt for
regressionsmodeller, vilket var lampligt att anvandas i testet.
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Arduino IDE

Programmets utvecklingsmiljo i Arduino IDE var inte sarskilt latt att
programmera eller skriva koden i, eftersom den hade fa fordefinierade
funktioner som hjédlpte under programmering. Som namns ovan ar
implementeringen fokuserad pa fyra olika méatvarden.

Det ena mattet var programtid och det berdknades pa mikrokontrollen
automatisk av Arduino IDE, det var en effektiv egenskap i Arduinos
utvecklingsmiljo.

Det andra mattet var inferenstiden for varje outputvarde, det anvéands
fordefinierade funktionen “milli ()” som returnerar antalet millisekunder
som gatt sedan Arduino-kortet borjade kora det aktuella programmet,
den funktionen definieras i biblioteket time.

Det tredje matvardet som var standardavvikelse (Stdev) berdknades
genom att anvanda den vanliga definitionen for Stdev:

N (X: — p)2
o =o? = B

Figur (6): Standardavvikelse

Den formeln implementerades i programmet som en funktion och
skapades gradvis.

Forst raknas genomsnittet, ddrefter berdknas avvikelserna for varje
datapunkt fran medelvarde.

Sedan raknades variansen som var medelvarde av dessa varden.
Da blev Stdev lika med kvadratroten av variansen.

Alla dessa steg kommer att visas i Arduinos kod.
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Resultat

I det har kapitlet presenteras en Oversikt av resultatet som erhalls av
implementeringen. Arbetet utférdes pa bade verktygen laptop och
Arduino nano 33.

Fardiga applikationen

Predektiva viardena lade inom granserna -1 och 1 darfor finns det ocksa
negativa varden som output. Bilderna visar modelltraning pa laptop.
Ovre bilden presenterar de olika funktioner som anvinds under
modellens traning, antal epoch, traningsforlust (loss), mean absolut
error(mae), traning validation loss (val_loss).

Nedre bilden presenterar modellens prediktiva varden efter
programkorningen, de vardena var storre dan som visas i bilden men
vardena forkortades for att kunna visa en tydlig bild.

Figur (7): Mitvirdena av modelltrining pd laptop

ML-modellen implementerades pa Arduino IDE med hjalp av TinyML.
Nar det galler de prediktiva vardena som visades pa Arduino IDE, var
vardena ganska ndra vardena som producerades pa laptop, och det ar
logisk eftersom det anvandes samma modell pa bada verktygen men
med skillnaden att modellen tranades forst pa laptopen och sedan
distribuerades pa mikrokontrollen. Det fanns nagra andra faktorer som
skilde sig i bada verktygen som inferenstid och programkorningstid.
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Bilden nedan figur (8) presenterar matvardena som erholls pa Arduino
IDE efter programkorning. Den visar resultatet for olika matvarden
sasom inferenstid, standardavvikelse och prediktiva varden.

L
L
L
8
L
13:52:17.813 -> Time for inference (ms): 2
|
L
L
L
I

13:52:17.813 —>
Time fOI inference (ms):

:17.813 » Standard dviation

L

|

8 7
13:52:17.813
L

I
L339Z227:813 =>

L
I
132952:17.823
!
1
|

Figur (8): utdatat pi Arduino IDE

Matresultat

Som namns i implementationsdelen anvéands det tva olika funktioner
under traningsmodellen for att indikera modellens forlust och validation
under traningen.

De gav traningen battre noggrannhet eftersom efter varje epoch,
kontrolleras modellens forlust och darefter minskade den forlusten i
nasta epoch for att modellen skulle fa effektiv prestanda.

Validationsforlusten som anvands for att validera modellprestanda
under traning ger information som hjdlper att justera modellens
parameter.

I diagrammet figur (9), minskar och stabiliserar traningsforlusten och
valideringsforlusten ndstan i alla punkter, detta indikerar en optimal
passform, det vill sdga modellen har inte 6verpassning (overfit) eller (un
derfit) underpassninig.
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Figur (9): Modellens forlust.

Skillnaden mellan det forutsagda regressionsvardet och det faktiska
vardet kallas residual. Det dr ett huvudantagande i regressionsanalysen
som dr normalfordelningen av residualerna med medelvardet lika med
0, dvs residualerna maste vara bade positiva och negativa.

Om detta villkor inte ar uppfyllt (resterna ar bara positiva eller negativa,
dvs. modellen ar antingen konsekvent over- eller underforutsagda)
betyder det att regressionsmodellen inte dr effektiv for forutsagelse,
vilket modellen som anvands i implementeringen inte var.

Grafen figur (10) visar regressionsanalys mellan faktiska varden och
predektiva varden. Regressionspunkter i rott ar funktion som bast
approximerar de blaa punkterna d.v.s. sinusfunktionen.

Grafen visar att modellen fick en noggrann passform eftersom punkterna
ligger nara varandra med smala konfidensband.

Men a andra sidan finns det ett prediktivt varde som inte ar i ordning
som de andra prediktiva vardena, anledning till det kommer att forklaras
sedan i diskussionskapitlet.

33



Evaluating the Performance of Machine Learning on Weak IoT devices
Ahmad Waleed Monera Alhalbi
2022-06-02

Comparison of predictions to actual values

DR ) B e Actual
e ‘/‘.'::’,.‘.;‘ e Prediction
Y
* <
0.5 v
o .°$
. t 'o’
.. L o
004 %° 3 2
¢ W 4
.\ ‘.
-0.5 P .
%ot
. o
By AT
-1.0 IS .t
. @
0 1 2 3 4 5 6

Figur (10): Jimforelse av prediktiva och faktiska virden

Horisontell strackning mats for sinusformade funktioner som deras
perioder. Perioden for en sinusvag ar langden pa en hel cykel. For
grundlaggande sinusfunktion dr perioden 2m, och denna lingd kan
matas pa flera satt.

Frekvensen ar ett sitt att mata den horisontella strackningen, och den
kan beskrivas som antalet cykler som forekommer i 27, en kortare period
innebar att fler cykler far plats i 2t och darmed en hogre frekvens.

Den frekvensen som visas i figuren (11) presenterar hur ofta sinusvagen
upprepar sig och det mats i Hertz. Bilden redogor sinusvagen som en
frekvens med 0,5 Hz pa Arduino IDE.
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Figur (11): frekvens av sinusvig

Table 1. Uppmaitta viardena

Laptop Arduino IDE
Programtid 5.9 10.98
(s)
Inferenstid (s) 4,199 + 0,66 3,55 +2,0316

Mean absolut error| 1,2836 storst forlustvarde -
0,1343 minst forlustvarde

Stdev 0,66 2,0316

Tabellen presenterar prestandaskillnaderna mellan laptop och Arduino
IDE. Det valdes fyra olika faktorer som var viktiga och gav effektiv
utgangspunkt for matningen av TinyML. De fyra matvardena lagrades i
tabellen ovan med sina enheter.

Den ena var programtid som betyder hur lang tid det tog for hela
programmet att koras.
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Den andra inferenstiden som presenterade tiden for varje utmatning (har
raknades medelvarde av alla utmatningar for att fa noggrant inferens tid).

Tredje var "Mean absolut error ” (MAE) och det ar medelvardet 6ver de
absoluta skillnaderna mellan faktiska och predektiva vardena, detta
matvarde visar storsta och minst forlust vid olika tester.

MAE matvarde var komplicerat att berdknas pa Ardunio IDE eftersom
det inte var en flexibel utvecklingsmiljo och det uppstod manga
svarigheter nar man forsokte andra i koden och tillimpa MAE
funktionen.
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Diskussion

I det har kapitlet kommer man att diskutera och analysera resultatet.

Det centrala malet i studien var att utvardera hur bra Tiny-ML verktyg
kan vara att 16sa typiska ML-uppgifter.

Studien visade att Tiny-ML kunde 16sa traditionella ML-uppgifter.

Diskussion och analys av resultat

Malet har varit att utvardera hur bra TinyML-verktyg kan ar att 16sa
typiska ML-uppgifter.

Utifran resultat ansag man att TinyML kunde 16sa ML-uppgiften pa ett
effektivt satt.

TinyML gav mikrokontrollen Arduino nano 33 egenskapen att utfora
ML-modellen, den omvandlade ML-modellen till en ny optimerande
modell genom att minska de stora ML datamangderna till sma ML
dataméngder.

Utover det kunde man implementera ML-modellen pa mikrokontrollen
utan behov till internetanslutning eller behov att skicka data till server,
man kunde tillimpa ML-uppgiften pa samma enhet med hjilp av
TinyML.

Figur (7) och (8) visar resultatet av de prediktiva vardena.

Normalt kommer man att f& varden som liknar varandra eftersom det
anvands samma intervall i bada testerna pa laptop och Arduino nano 33.

Pa laptop anvénds forlust (loss) funktionen under ML traning for att
utvdardera modellens prestanda, den definierade om det forekommer en
bra forutsagelse eller inte.

Figur (9) presenterar modellens forlust under traningen, x-axeln
motsvarar antal epochs och y-axeln motsvarar forlusten (loss).

Utifrdn grafen som visas i figur (9) kan man marka att trdning och
valideringsforlusten minskar och stabiliserar nastan i alla punkter vilket
betyder att man inte har  Overpassning(overfit) eller
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underpassning(underfit) i modellen och man fick en modell som ar en
optimal passform.

Efter man har utfort testet pa var modell fick man en graf som visas i
figur (10) de vardena som finns pa grafen presenterar en jamforelse
mellan faktiska och prediktiva varden.

Baserat pa regressionsanalys som genomfdrdes fick man en funktion i
form av roda punkter som approximerade den ursprungliga
sinusfunktionen pa ett bra satt.

Detta tyder ocksa att man lyckades skapa en modell med stor
noggrannhet eftersom prediktiva virdena matchade de faktiska vardena
nastan pa hela vagen i grafen.

Men & andra sidan skapades det ett felaktigt prediktivt varde (en rod
punkt) i mitten av grafen figur (10), detta pa grund av att var
regressionsmodell ar 6verspecificerad (overspecified), vilket betyder att
man fa en eller flera redundanta prediktiva varden.

De fyra olika matvardena som implementationen fokuserade pa var
programtid, Inferenstid, “Mean absolut error ”“(MAE) och
standardavvikelse.

De véardena ar samlads i (Table 1) i resultatet. Forsta raden i tabellen
presenterar tiden for programkorning, pa laptop var det snabbare att
kora koden jamfort med Arduinon eftersom laptop hade storre processor
som kunde bearbeta och forutsiga data.

Andra raden i tabellen visar totala inferens tiden av outputvardena.
Arduino hade mindre inferens tid an laptop, pa grund av att modellen
som anviands pa Arduino redan var tranad sa det var snabbt for
mikrokontrollen Arduino nano 33 att forutsdga data men med storre
standardavvikelse, dvs mindre noggrannhet.

Pa laptop behovde man trana modellen och traningen tog nagra
sekunder vilket ledde att man fick storre inferenstid med mindre
standardavvikelse, alltsa battre noggrannhet.

“"Mean absolut error” kunde berdknas pa laptopen under traningen och
man fick storsta och minst varde vid olika tester. Men det matvardet var
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komplicerat att berdkna pa Ardunio IDE eftersom det inte var en flexibel
utvecklingsmiljo och man fick manga svarigheter nar man forsokte andra
i koden och tillampa MAE funktionen.

Metoddiskussion

Projektmetoden som anvénds i arbetet var som forvantat. Man har delat
studien i fem olika faser. Arbetsgangen borjades under teorifas, da
undersokte man @mnet TinyML genom att ldsa olika litteraturstudier
med fokus pa relaterade studier dar TinyML &r en 16sning for olika ML-
problem.

Man hittade ocksa nagra relaterade studier som visade skillnader mellan
TinyML och traditionella ML-verktyg.

Under matfasen kunde man kontrollera TinyML:s prestanda.

I designfasen kunde man skapa en prototyp och man lyckades
implementera den. Med hjalp av prototypen fick man battre forstaelse
om hur implementationen kommer att se ut och vilka steg som
implementeringen kommer att baseras pa.

Under Implementeringsfasen utférdes modellen och d4 kunde man
kontrollera hur TinyML kommer att hantera ML-uppgiften.

Dessutom kunde man observera och folja verktygens prestanda och hur
det skilde sig fran varandra.

I Matfasen kunde man mata matvardena, I den perioden utférdes flera
test pa laptop och pa mikrokontrollen Arduino nano 33, for att
kontrollera prestanda och fa noggrant resultat.

Utvarderingsfasen kan anses som en oversikt av konsekvenser man fick
nar utforandet var fardigt.

Darefter har man diskuterat resultatet och jamfort det med andra
relaterade studier.

Darefter formulerades en sammanfattning av hela arbetet. I slutet kan
man saga att alla projektmal intraffats och man fick de forvantade
resultaten. Man lyckades att vélja projektmetod och strategi som hjalpte
mig att genomfora arbetet tillfredstallande.
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Vetenskaplig diskussion

Man fick jattemycket nya kunskaper av den har studien, for mig var
maskininlarning och TinyML tva nya vetenskapliga omraden. Studien
utokade min forstdelse om ML och man fick en framtidsvision om hur
TinyML kommer att ersétta de traditionella verktygen som finns just nu
i varlden.

Man kan namna nagra kunskaper som man tyckte var intressanta till
exempel hur maskininldrning fungerar och vilka sprak den anvander i
programmering, vilka olika idéer det kan implementeras om man vill
gora ett nytt projekt.

Man upptackte ocksa att maskinldrning ar ett mycket rikt och intressant
amne.

Dessutom fick man bra kunskap om edge-enheter som Arduino nano 33
och hur de hanterar ML med hjalp av TinyML.

Jag larde mig dven att skapa en vetenskaplig metod som hjdlpte mig att
strukturera hela arbetet pa ett korrekt satt.

Min studie fokuserade enbart pa TinyML eftersom IoT dr en jattestor
vetenskaplig area sa det var inte i fokus att undersoka avancerad
djupinlarning.

Denna studie kan utvecklas och det finns manga forskningar som haller
pa att studera TinyML verktygen sa att de nar de vetenskapliga mélen
som andra ML verktyg har just nu.

Till exempel i “Technical university of Denmark” utférde forskarna ett
experiment dar forsoker de utveckla TinyML verktyg med en ny teknik
som kallas ”predictive maintenance”, den tekniken kommer att
mojliggora enheter att forutsaga utrustningsfel [12].

Etiska och samhalleliga aspekter

Denna studie hoppas man att leda till stor utveckling i ML omradet. Att
foreslda TinyML och ML pa resursbegransade inbaddade enheter
kommer vara ett attraktivt satt att bredda atkomsten eftersom den
utnyttjar TinyML till 1dg kostnad och den ar en global tillgdnglig
hardvara, dessutom uppmuntrar den utvecklingen av applikationer fran
datainsamling till distribution. Med andra ord kan ndagra miljarder
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mikrokontroller i vérlden som till exempel skrivare, bilar och
pacemakers utfoéra nu uppgifter som tidigare bara vara datorer och
smartphones kunde skota.

Det kommer att gora alla vara enheter smartare tack vare TinyML.

Men & i andra sidan finns det nagra risker inom ML, till exempel om man
misslyckades med att korrekt styra en ML-losning, det kan leda till ett
dataintrang, vilket gor att kdnsliga data for méanniskor i samhallet kan
spioneras.

ML erbjuder oandliga mojligheter for varlden, men dess implementering
och hantering maste kontrolleras noggrant for att sikerstalla att den inte
introducerar daliga risker. P& detta satt kan man garantera att
anvandning av ML ar sdakert och att data blir mer skyddade mot att
obehdrigen rdjas.
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Slutsats

Syftet med denna studie var att utvardera hur bra TinyML-verktyg kan
ar att losa typiska ML-uppgifter. Studien undersokte fyra olika
forskningsfragor (se avsnitt 1.4).

Forskningsfraga 1, studien visade att TinyML kan vara effektiv 10sning
for olika ML problem. De gav mojligheten att tillampa
maskininlarningsapplikationen pa mikrokontrollen Arduino nano 33.
TinyML underléttade arbetet med maskininldrning genom att overfora
det enorm mangd kraft som kravs for att forutsdga ett scenario till sma
enheter med lag minne och energi.

Forskningsfraga 2, till skillnad fran traditionella ML-verktygen kan
TinyML hantera data och dra slutsatser av datan utan internetanslutning.
Ocksé eliminerade TinyML behovet av datadverforing till en central
server, utover det kan TinyML vara vardefullt i situationer dar
datasekretess ar ett problem, eftersom data aldrig behover lamna
enheten for bearbetning.

Forskningsfraga 3, under implementationen kunde man analysera
TinyML prestandan som visade att den har ett mycket flexibelt system
eftersom minskade den storleken pa ML-algoritmer sa att data bli
lampliga for mikrokontroller som har begransat berdkningskraft och
minne. Detta skedde ndr modellen omvandlades for att tillampas pa
Arduino nano kortet.

Forskningsfriga 4, TinyML a&r ett verktyg som mdjliggor
implementering av ML-algoritmer pa mycket sma enheter. Detta i
motsats till andra toppmoderna ML-verktyg, som generellt kraver mer
kraftfull hdrdvara. TinyML har potential att vara mycket anvandbar i en
mangd olika applikationer dar andra verktyg for ML skulle vara
opraktiska. TinyML kan till exempel anvandas i barbara (smartwatches)
enheter eller andra inbyggda system dar stromforbrukning och storlek
ar avgorande faktorer.

Framtida arbete

Den hér studien har visat mycket av vad som ar mojligt att implementera
pa TinyML i jamforelse med traditionella ML-verktyg.
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I fortsatt arbete kan man undersoka storre ML-uppgifter och se hur
TinyML beter sig under uppgiftens forutsattningar.

Till exempel kan man skapa en algoritm for att optimera TinyML genom
att de mojlighet att trana ML-modeller pa samma enhet dar TinyML
anvands. Detta fenomen omvandlas till edge-enheter, intelligenta
verktyg som kan utféora ML-uppgifter. Detta gor ML mgjlig pa alla
verktyg som finns i varlden och man sparar tid och kostnader.

Ett annat fortsatt studie kan det vara att undersoka ett standardramverk
och plattform fér TinyML-anvandningsfall for att bygga en grund som
driver utvecklingen av ML pé edge-enheter.

Denna studie kan ske genom att testa TinyML pa tva olika populédra
mikrokontroller som stodjer ramverken. Till exempel Tensorflow Lite
Micro (kan testas pa Arduino nano Nano BLE) och CUBE (kan testas pa
STM32 NucleoF401RE) baserat pa tva TinyML-applikationer.

Med en sadan studie kan man se vilka skillnader finns mellan de bade
mikrokontroller. Hur TinyML kommer att reagera pa de bada
mikrokontrollerna och man far battre bild om de situationer déar TinyML
verkar arbeta effektivt.
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