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Sammanfattning
Maskininlärning är en teknik som kan användas inom många områden, bland annat
inom bildigenkänning. Syftet med detta projekt är att få en grundlig förståelse för
hur maskininlärning fungerar, inklusive vilka datatekniska förkunskaper som krävs
och vilka utmaningar som finns i självlärande system. Detta har undersökts genom
att skapa och optimera ett system som identifierar huruvida en person på en bild
använder ansiktsmask eller inte. Tyngden har legat på att samla in och hantera data,
men framför allt på att optimera flera olika hyperparametrar.

Detta genomfördes genom insamling av information för att skaffa en grundläggande
förståelse för området. Därefter tränades, validerades och testades systemet.
Systemet justerades genom applicering av olika hyperparametrar för att förstå hur
dessa påverkade resultatet. Detta gjordes i Keras och resultatet visualiserades i
MatPlotlib.

Resultatet visade att en utmaning för ett självlärande system är att minska
overfitting, vilket var anledningen till varför applicering av hyperparametern
dropout visade sig vara viktig. Utmaningen med att använda maskininlärning
uppfattades framför allt vara att förstå vad som påverkar resultatet, då det finns
många parametrar och det tar lång tid att testa alla. Trots det skapades ett tillräckligt
bra system för att kunna avgöra om en person bär ansiktsmask eller inte med tanke
på den mängd data, tid och kunskap som fanns tillgänglig, vilket tyder på att
maskininlärning kan vara användbart både inom detta område och många andra
områden i samhället.
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Abstract
Machine learning is a widely used technique, which can be used for image
recognition. The aim of this project is to get a basic understanding for how machine
learning operates, including the user’s required technical prior knowledge as well as
the challenges that exist within a self-learning system. This was examined by
creating and optimizing a system that identifies whether a person in a picture is
wearing a face mask or not. The main focus of the project has been on collecting and
managing data, but most importantly on optimizing hyper parameters.

This was executed by collecting information to achieve basic understanding of the
topic. Then the system was trained, validated and tested. The system was optimized
by application of various hyper parameters to show the user how they affect the
result. This was executed in Keras and visualized in MatPlotlib.

The result showed that one challenge in a self-learning system is to reduce the risk of
overfitting, which is why application of the hyper parameter dropout was important.
The challenge in using machine learning seemed to be that many hyper parameters
can affect the result, and understanding what, how and why a result is the way it is
can be difficult for the user. Despite this, a system that could interpret whether a
person in a picture was wearing a face mask or not was created and optimized in a
sufficient way regarding the amount of data, time and previous knowledge
available. This emphasizes the utility of machine learning both in this and other
areas.
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Förord
Jag vill tacka min handledare Karl Pettersson för den konstruktiva kritiken jag fått.
Jag vill även tacka för den slutliga korrekturläsningen.

III



Fundamentala utmaningar med maskininlärning 2021-08-30
Linus Bile Excell

Innehållsförteckning
Sammanfattning I
Abstract II
Förord III
Innehållsförteckning IV
Terminologi V
1. Introduktion 1

1.1 Syfte 1
1.2 Frågeställning 1
1.3 Avgränsningar 2
1.4 Omfattning 2
1.5 Medverkande 2

2. Teori 3
2.1 Maskininlärning 3
2.2 Convolutional neuralt nätverk 3

2.2.1 Inmatningslager 5
2.2.2 Dolt lager 5

2.2.2.1 Conv2D lager 5
2.2.2.2 Pooling-lager 6
2.2.2.3 Helt anslutet lager 7

2.2.3 Utmatningslager 8
2.3 Overfitting 8
2.4 Dropout 9
2.5 Relaterade arbeten 9

3. Metod 11
3.1 Datainsamling 11
3.2 Hantering av bilder 12
3.3 Identifikation av ansiktsmask på bild 12

4. Design 13
4.1 Justering av systemet/nätverket 13

4.1.1 Andel test- respektive träningsdata 13
4.1.2 Batchstorlek 13
4.1.3 Filter och lager 13
4.1.4 Kärna 13
4.1.5 Epocher 13
4.1.6 Dropout 14

4.2 Träning, validering & testning 14
5. Resultat 16
6. Diskussion 25
Referenser 28

IV



Fundamentala utmaningar med maskininlärning 2021-08-30
Linus Bile Excell

Terminologi
CNN Convolutional neurala nätverk
RGB Red, Green & Blue
Epoch Omgång
ReLU Rättad linjär enhet
Noder Neuroner

V



Fundamentala utmaningar med maskininlärning 2021-08-30
Linus Bile Excell

1. Introduktion
Maskininlärning är användbart inom många olika områden idag, bland annat
eftersom det kan medföra fördelen att bestämma en stor andel data snabbare än vad
människor trivialt kan göra. Men vilka datatekniska förkunskaper krävs för att
kunna använda det? Detta projekt söker en grundläggande förståelse för hur
maskininlärning fungerar, vilka utmaningar som finns för den som använder
systemet samt vilka utmaningar som finns i självlärande system. Detta presenteras
genom att med hjälp av maskininlärning skapa ett system som identifierar huruvida
en person på en bild använder ansiktsmask eller inte.

Användningen av ansiktsmask har ökat kraftigt under den rådande
Covid-19-pandemin och rekommenderas i stora delar av världen, inklusive i Sverige.
För att kunna avgöra om den svenska befolkningen följer Folkhälsomyndighetens
råd och rekommendationer om användning av ansiktsmask är maskininlärning en
användbar teknik.

1.1 Syfte
Detta projekt har syftat till att få en förståelse för hur maskininlärning fungerar -
inklusive vilka datatekniska förkunskaper som krävs samt vilka huvudsakliga
utmaningar som finns med självlärande system - genom att skapa ett system som
känner igen om en person på bild bär ansiktsmask eller inte. Tyngden har legat på
datainsamling och testkörningar av systemet före och efter optimering av olika
parametrar som påverkar systemets resultat. Med hjälp av tillgängliga tekniker som
TensorFlow och dropout är projektet ämnat till att få en förståelse i hur olika
parametrar kan justeras för att uppnå olika resultat. Med bibliotek som MatPlotlib
visas resultatet i grafer för att ge en tydlig bild av hur olika parametrar kan justeras
för att få ett mer önskat resultat.

1.2 Frågeställning
För att svara till projektets syfte har det konkretiserats till följande frågeställningar:

● Hur påverkar optimering av olika hyperparametrar hur väl systemet känner
igen om en person på bild bär ansiktsmask eller inte?

● Vilken huvudsaklig utmaning finns i självlärande system och vilken teknik
kan användas för att komma runt den?
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1.3 Avgränsningar
Det finns många hyperparametrar som kan optimeras, men med hänsyn till
projektets omfattning har fokus legat på att optimera följande parametrar för att se
hur det påverkar resultatet (se “4. Design”):

● Andel test- respektive träningsdata
● Batchstorlek (antal bilder per epoch)
● Antal filter i varje lager samt antal dolda lager
● Kärnans storlek
● Antal epocher
● Dropout

1.4 Omfattning
Kapitel 1 ger en introduktion till projektet, varför det valdes samt dess syfte. Kapitel
2 ger en grundläggande teori till maskininlärning inklusive hur självlärande system
är uppbyggda samt utmaningen med overfitting och hur det kan reduceras med
tekniken dropout. Kapitel 3 beskriver metoden som använts för att samla in och
hantera bilder, samt hur systemet översiktligt justeras för att identifiera ansiktsmask
på bilderna. Vidare specificeras vilka hyperparametrar som justerats och hur i
Kapitel 4. Resultatet visas i Kapitel 5 och diskuteras slutligen i Kapitel 6.

1.5 Medverkande
Hela detta projekt har genomförts av mig, utan medverkan av andra personer.
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2. Teori
2.1 Maskininlärning
Maskininlärning är ett begrepp som myntades av Arthur Samuel år 1959 [1]. Sedan
dess har utvecklingen av maskininlärning tagit fart med bildklassifikation och sedan
utvecklats till vad det är idag. Maskininlärning används idag inom flera områden
som till exempel medicinsk analys, bildklassifikation och ljudigenkänning [1][2].

Målet med maskininlärning är att genom algoritmer få ett system att lära sig självt
genom data och erfarenhet, samt få det att förutse olika utfall baserat på tidigare
data utan att direkt programmera det till att göra detta. Genom att dela upp den data
som systemet ska hantera i träningsdata och testdata vill man få systemet att lära sig
att göra kvalificerade gissningar på testdata genom att ha tränat på träningsdata.
Den fundamentala principen för maskininlärning är att generalisera med hjälp av
tidigare data [1]. Målet med generalisering för maskininlärning är att kunna förutspå
nya utfall med precision efter att ha tränat på just den uppgiften med träningsdata.
För att undvika problem med generalisering såsom att träningsprecisionen visas
vara allt för hög relativt till testprecisionen, krävs det att komplexiteten av både
träningsdata och testdata matchar varandra [2].

Det finns olika typer av maskininlärning, varav ett är övervakat lärande. Övervakat
lärande baseras på att träna ett system på ett bestämt antal möjliga utfall för att
sedan kunna förutse ett specifikt utfall med så bra precision så möjligt. Övervakat
lärande har som uppgift att lära sig av föregående data för att utifrån det kunna göra
klassificerade gissningar på ny data. Denna föregående data är träningsdata.
Träningsdata organiseras på ett sådant sätt att systemet förstår vilken kategori bilden
tillhör. Målet är sen att med så bra precision så möjligt kunna förutse ett utfall
baserat på tidigare data och erfarenhet[1][2].

2.2 Convolutional neuralt nätverk
Convolutional neurala nätverk (CNN) är en teknik som bygger på maskininlärning
och som primärt används för att kunna klassificera bilder [4]. Detta kan till exempel
vara identifikation och klassifikation av ansikten, tumörer, bakterier och människor.
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Figur 1. Övergripande bild på ett CNN [3].

Ett CNN är uppbyggt av ett flertal lärbara neuroner, så kallade noder. Tillsammans
bildar flera noder ett lager. Det finns tre översiktliga lager: inmatningslagret, dolda
lagret och utmatningslagret (Figur 1). CNN är en så kallad djup inlärningsteknik
eftersom det kan vara uppbyggt av flera dolda lager som gör det djupt [5].

I varje lager får varje nod indata, utför beräkningar på denna data, och skickar sedan
vidare resultatet till samtliga noder i nästa lager [4][5]. Nätverket använder bilder
som indata i och behandlar dessa bilder genom att koppla mönster för att kunna
urskilja olika bilder från varandra.

Ju fler beräkningar som behövs göras, desto mer beräkningskraft krävs. Samtidigt
måste tillräckligt många detaljer i bilden fortfarande kunna urskiljas för att den ska
kunna skicka vidare tillräckligt med information för att kunna klassificera bilden
korrekt. För att optimera tekniken kan antalet färger nätverket behöver jobba med
undersökas. Nätverket kan arbeta med färgerna röd, grön och blå (RGB) ifall färg
skulle vara nödvändigt för klassificeringen av bilder. Om detta inte är fallet finns det
möjlighet att skala ner det till gråskala och på så sätt minska antalet beräkningar på
en 6x6x3 pixels RGB-bild till 6x6x1 i gråskala där sista nämnaren representerar antal
färger i bilder (Figur 2) [4].

Figur 2. Skillnaden mellan RGB och gråskala.
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2.2.1 Inmatningslager

Det första lagret som tar emot indata är inmatningslagret. I inmatningslagret tolkas
bilden som en array av pixlar. Varje nod tilldelas en siffra som motsvarar nyansen i
dess position i bilden. Beräkningar utförs på denna data och skickas sedan vidare till
det dolda lagret[6].

2.2.2 Dolt lager

Det dolda lagret befinner sig mellan inmatningslagret och utmatningslagret. I det
dolda lagret utförs en beräkning från föregående nods utdata, det vill säga från
noderna i inmatningslagret. I denna beräkning applicerar systemet en
aktiveringsfunktion för att generera ny utdata som kommuniceras vidare till nästa
lager, och till slut hamnar det i utmatningslagret. Till skillnad från inmatningslagret
och utmatningslagret kan det dolda lagret ha fler än ett lager, där fler lager gör att
nätverket blir djupare eftersom data behöver passera flera lager av noder[7].

2.2.2.1 Conv2D lager

Systemet som bearbetar data i det dolda lagret använder en så kallad kärna för att
skanna bilden från tidigare lager. Kärnan kan variera i storlek men vanligast är 2 x 2
eller 3 x 3 pixlar. I Figur 3 nedan är kärnan 3 x 3. Kärnan gör en beräkning på bilden
och rör sig sedan till höger med ett specifikt antal steg. Målet med detta är att
identifiera kanter och mönster. Ett CNN är inte begränsat till bara ett lager av
Conv2D utan kan ha flera för att nå djupare och extrahera fler detaljer. För varje
Conv2D-lager finns dessutom ett antal filter som extrahera dessa detaljer från bilden.
Ju fler filter, desto fler detaljer kan extraheras.

Figur 3. Kärna i storlek 3 x 3 läser till pooling [8].
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Conv2D är ett bibliotek från Keras som hanterar en convolution-kärna. Det den gör
är att titta på en typ av data, t.ex. en bild, med hjälp av lager, för att få en förståelse
för vad nätverket ser. De parametrar som kan justeras i Conv2D visas i Figur 4.

Figur 4. Alla parametrar Conv2D kan använda.

I exemplet nedan är första parametern i form av en integer som bestämmer antal
filter. Vi ser att 16 lager valts i detta exemplet, och det betyder även att det är så
många lager den lär sig ifrån.

tf.keras.layers.Conv2D(16,(3,3),strides=(1, 1), activation=”ReLU”)

Den andra parametern bestämmer hur hur stor dimensionen ska vara. Vi ser i
exemplet att (3x3) har valts vilket betyder att höjden och bredden är lika stora.
Denna storlek är den storlek kärnan kommer använda för att skanna av bilder och
läsa från den. Detta hanteras av värden i form av en integer som sedan kommer
skickas vidare till ett pooling-lager.

I den tredje parametern bestäms hur många steg kärnan ska ta för varje inläsning av
bilden. 1x1 har valts i detta exempel och det betyder att kärnan kommer arbeta sig
genom bilden och starta längst upp till vänster.

I fjärde parametern används ReLU som aktiveringsfunktion. ReLU är metoden som
kommer att appliceras till beräkningen av funktionen. Med ReLU så nollas värdet
för varje pixel som är 0<, och alla tal som är större än 0 låter funktionen vara.

2.2.2.2 Pooling-lager

När systemet utfört en beräkning på bilden används pooling-lagret för att förminska
den, så att 3x3 pixlar tolkas som 1. Fördelen med detta är att beräkningskraften som
behövs reduceras.

6



Fundamentala utmaningar med maskininlärning 2021-08-30
Linus Bile Excell

I pooling-lagret finns det två olika tekniker att använda sig av: maxpooling och
avg-pooling (Figur 5). Båda tekniker reducerar storleken på bilden, men ger också
systemet möjligheten att visa mindre hänsyn till var ett objekt är positionerat i en
bild så länge objektet finns i bilden. Vid maxpooling tittar kärnan på den största
siffran och returnerar det största talet för varje steg kärnan tar. Med avg-pooling
tittar kärnan på summan av alla pixlar och delar det med antalet pixlar, vilket sedan
returneras för att få ett medelvärde[4].

Figur 5. Hur MaxPooling & AvgPooling skiljer sig åt [9].

2.2.2.3 Helt anslutet lager

Mellan varje lager inom det dolda lagret, till exempel mellan Conv2D-lagret och
pooling-lagret, kan det finnas en direkt anslutning mellan noderna i dessa båda
lager. Dessa kallas då för helt anslutna lager.

I ett helt anslutet lager använder varje nod de föregående nodens utdata som indata
och applicerar en aktiveringsfunktion för att beräkna den nya utdata. Fördelen med
att använda ett helt anslutet lager är att inga antagande behövs göras av noderna för
att få en förståelse av de föregående lagrets noder, eftersom de är direkt kopplade
(Figur 6).

Resultatet av ett helt anslutet lager blir att under träningsfasen i ett neuralt nätverk
kan träningsprecisionen bli avsevärt högre än testprecisionen. Det kan göra systemet
tillgängligt för overfitting. En dropout-teknik kan då användas för att förbättra
generaliseringen av nätverket [10] (se 2.3 för Overfitting och 2.4 för Dropout).
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Figur 6. Hur ett helt anslutet lager sitter ihop i noderna.

2.2.3 Utmatningslager

Utmatningslagret är det sista lagret i systemet. Varje system måste ha ett
utmatningslager som sammanställer all data och producerar ett resultat som visar
hur modellen förhåller sig till den data den har hanterat[11].

2.3 Overfitting
Skapandet av en modell medför risk för overfitting. Overfitting innebär att modellen
inte får lika bra precision på testdata som den får på träningsdata. När overfitting
sker validerar modellen testdata i en viss procent som inte speglar den ohanterade
testdata som modellen testas på (Figur 7) [12].

Figur 7. Skillnaden på Underfitting, Robust & overfitting inom maskininlärning [13].

Overfitting sker när modellen lär sig olika mönster och detaljer på ett negativt sätt så
att modellen börjar känna igen mönster i träningsdata och anpassar sig efter just
dessa mönster (Figur 7). Detta resulterar i att när ny data hanteras som är osedd så
applicerar modellen dessa mönster och klassificerar ny data på ett oriktigt sätt.
Konsekvensen blir då att modellen blir dålig på att generalisera ny data och
använder sig av mönster som den lärt sig av träningsdata[12][14].
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2.4 Dropout
När systemet börjar lära sig mönster istället för kanter och detaljer så blir systemet
mer benäget till overfitting (se “2.3 Overfitting”). Dropout är en metod som används
för att förbättra generaliseringen på en modell, det vill säga för att motverka
overfitting. Dropout är en teknik som slumpmässigt tar bort ett visst antal noder
(neuroner) ur beräkningen för att nätverket ska kunna generalisera bättre (Figur 8).
Konceptet med dropout är att noderna i ett lager tvingas generalisera utifrån tidigare
indata, då denna data inte längre skickas eftersom noden som skickat den blivit
slumpmässigt borttagen. Detta gör att under träningsfasen blir varje nod inte
beroende av de föregående lagrets noder och därav blir det lättare för systemet att
undvika att lära sig mönster, därav lättare att generalisera [15].

Figur 8. Ett nätverk av noder med och utan dropout-teknik [16].

2.5 Relaterade arbeten
I detta projekt har maskininlärning använts på ett sätt som skulle kunna appliceras
inom samhällsövervakning samt indirekt inom medicin genom att vara till hjälp
under en pandemi. Maskininlärning har tidigare använts mer direkt inom medicin
och har en stor potentiell framtida användning inom detta område, till exempel
inom cancerdiagnostik [17] och läkemedelsutveckling [18].

Maskininlärning är dock ett så pass stort område att det inte bara använts för att
övervaka människor och samhällen utan även djur och natur, såsom övervakning av
vilda djur [19] och jordbruk [20].

Likväl som det finns många användningsområden finns det många metoder inom
maskininlärning. Tidigare arbeten på kandidatnivå har gjorts inom samma område
som detta med syftet att utvärdera olika maskininlärnings-metoder som används för
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bildklassificering [21], där författarna använt och utvärderat de metoder som
kommer användas i detta projekt, vilka kommer beskrivas i kommande kapitel (“3.
Metod”).
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3. Metod
Då jag inte har några förkunskaper alls inom maskininlärning ligger den
datatekniska utmaningen i att införskaffa kunskap och förståelse för att kunna
använda maskininlärning för att svara till projektets syfte. Därför planerar jag att
först införskaffa mig tillräckligt med information om maskininlärning från olika
källor såsom hemsidor, onlinelektioner, artiklar och uppsatser.

3.1 Datainsamling
Då syftet med arbetet är att med maskininlärning avgöra ifall en person bär
ansiktsmask eller inte, ska data samlas in i form av bilder på personer där hälften bär
ansiktsmask och hälften inte. För att få ett applicerbart system som ska kunna
användas i den riktiga världen vill modellen hantera en så stor variation av bilder så
möjligt. För att göra det behövs bilder som är tagna i vinklar framifrån så att
personens ansikte är synligt. Det behövs också bilder som är tagna i olika miljöer och
på olika personer, så att systemet inte tar hänsyn till några parametrar förutom att
ansiktet ska synas. I detta arbete ska bilder på vänner, familj samt bilder i databaser
som finns tillgängliga användas. Ett exempel på en sådan bild visas i Figur 9 nedan.

Figur 9. En representation av bilder som används i nätverket.

En begränsning i den valda metoden är inte bara hur stor variation det finns i
bilderna, utan framför allt hur många bilder som används. Ju färre bilder, desto
osäkrare blir systemet på att tolka resultatet rätt. En begränsning i arbetet är att
nätverket inte kommer träna på en stor mängd bilder då det troligtvis kommer ta
för lång tid att samla in.
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3.2 Hantering av bilder
Bilderna som används skall vara i storlek 150 x 150 pixlar och hanteras i en gråskala
för att minimera beräkningskraften samt för att utesluta att systemet tar hänsyn till
färg, då till exempel olika färg på ansiktsmask annars hade kunnat påverka
resultatet. Bilderna kan även normeras så att ansiktet täcker en större yta av bilderna
(jämför vänster och höger bild i Figur 9 ovan). På så sätt kan bruset reduceras när
systemet ska tolka bilden.

3.3 Identifikation av ansiktsmask på bild
När bilderna samlats in och hanterats ska systemet justeras så att det så optimalt som
möjligt kan svara till syftet att identifiera om personen på bilden bär ansiktsmask
eller inte. För att göra detta används Keras, vilket är ett bibliotek som används som
standard för bildigenkänning inom Python. Först appliceras funktionen
Max-pooling (se “2.2.2.2 Pooling-lager”) då det är det vanligaste inom
bildigenkänning. Därefter varieras olika hyperparametrar för att undersöka ifall det
ger ett bättre eller sämre resultat. Dessa hyperparametrar specificeras under “4.
Design”. Den viktigaste hyperparametern är dock dropout, då det används för att
lösa problemet med overfitting (se “2.3 Overfitting” och “2.4 Dropout”).

En begränsning i den valda metoden är att det måste avgränsas vilka
hyperparametrar som kommer justeras, vilket innebär att alla hyperparametrar som
är möjliga inte kommer justeras. I Figur 4 beskrivs alla olika hyperparametrar Keras
kan använda sig av. Detta arbete kommer begränsa sig det de mer vanligt
förekommande hyperparametrarna på grund av den tid som arbetet är ämnat till.
Detta innebär att resultatet hade kunnat bli annorlunda om systemet optimerades
ännu mer. Om denna metod ska implementeras framöver kan det hända att
resultatet inte blir reproducerbart, om ett system med andra justeringar i dessa
parametrar används.

Resultaten kommer visualiseras som grafer i MatPlotlib (se “4. Design”). De kommer
att utvärderas genom att låta dessa grafer visa vilken precision som uppnås för både
träningsdata och testdata i olika körningar, d.v.s. hur precist systemet anser sig vara
i sitt avgörande om personerna på de inmatade bilderna i en körning bär
ansiktsmask eller inte. Precisionen kommer utvärderas och en jämförelse mellan
precisionen för träningsdata och testdata kommer göras för att visa på om overfitting
har skett i systemet.
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4. Design
4.1 Justering av systemet/nätverket
Inom CNN finns det flera olika hyperparametrar att justera för att anpassa nätverket
till ett visst resultat, vilka kommer beskrivas nedan.

4.1.1 Andel test- respektive träningsdata

Hur stor del av all data som ska användas som testdata kontra träningsdata kommer
att delas upp i mellan 10-50% testdata för att se vilket som passar bäst till projektets
ändamål. För den mängden bilder som kommer användas som testdata kommer
också tas i beaktande för vilket procentsats som kommer användas.

4.1.2 Batchstorlek

Batchstorlek är en parameter som hanterar antal bilder per omgång. Denna
parameter kommer testas med 16 och 32 i storlek då större skall vara med
användbart till en större mängd bilder.

4.1.3 Filter och lager

För att optimera systemet ska det justeras hur många filter som kommer användas i
varje lager, alltså i inmatningslagret (se “2.2.1 Inmatninglager”), det dolda lagret (se
“2.2.2 Dolt lager”) samt utmatningslagret (se “2.2.3 Utmatningslager”). Antal dolda
lager spelar också en roll i hur många detaljer nätverket skall lära sig på. Här spelar
det roll hur många filter som används per dolt lager. Denna parameter kommer
testas med 16, 32 och 64 filter.

4.1.4 Kärna

En annan parameter är hur stor kärnan skall vara (se “2.2.2.1 Conv2D-lager”).
Generellt sätt ska kärnan följa ett mönster som speglar storleken i bilderna. Då
bilderna kommer vara 150 x 150 pixlar kommer kärnan att vara 3 x 3 pixlar, men det
finns även möjlighet till att öka och minska storleken på kärnan.

4.1.5 Epocher

För att se hur bra nätverket lär sig över tid skall också antal epocher justeras. Här
kommer det vara allt från 10-100 epocher. Detta görs för att undersöka ifall nätverket
bara behöver några omgångar av inlärning eller ifall en repetition av flera omgångar
fungerar bättre.
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4.1.6 Dropout

Den sista parametern är dropout, vilken kommer appliceras för att undersöka om
den påverkar problemet med overfitting (se “2.3 Overfitting” och “2.4 Dropout”).
Dropout kommer testas i flera olika omgångar beroende på hur nätverket reagerar
på det antal neuroner som stängs av och vad resultatet blir av det. Parametern på
dropout kommer vara mellan 10-50% och skilja sig beroende på vilket lager
parametern används i.

4.2 Träning, validering & testning
För att se hur träningen gick användes MatPlotlib som ett grafiskt verktyg. För att
följa hur nätverket hanterade data i olika epocher går det att följa med en grafisk
representation av träningen (Figur 10). Vid justering av olika hyperparametrar är det
viktigt att köra modellen för att se hur resultatet påverkades av att justera en
parameter. Här krävs det stor mängd tid och tålamod för att verkligen se vad som
kan påverka en modell positivt samt negativt.

Figur 10. Grafisk visualisering av träning och test data hanterat av MatPlotlib.

Målet med att träna en modell är att få ett så bra resultat så möjligt genom att
samtidigt undvika overfitting och underfitting (se “2.3 Overfitting”). I Figur 11 följer
tränings- och testprecisionerna varandra jämt under hela träningen och slutar på en
hög procent. Detta är ett idealt resultat.
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Figur 11. Ett idealt tränings- och testresultat.
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5. Resultat
I detta kapitel visas resultatet som är relaterat till de olika försök på modellen för att
försöka få en förståelse för och därefter optimera den.

I Figur 12 har modellen tränat på bilder i storlek 150 x 150. Körningen har tre lager
under 50 epocher. I detta exempel går det att se att systemet slutar på ca 65%
testprecision efter 50 epocher men att overfitting sker kraftigt vid 5 epocher.

model.add(Conv2D(16,(3,3),
input_shape = X.shape[1:]))
model.add(Activation("relu"))
model.add(MaxPooling2D())

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())

model.add(Conv2D(64,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())

model.add(Flatten())
model.add(Dense(128))
model.add(Dense(1))
model.add(Activation('sigmoid'))

Figur 12. Modell tränad på bilder 150 x 150.

I körningen som visas i Figur 13 använder modellen samma hyperparametrar som i
Figur 12, fast bildstorleken som nätverket tränar på är 250 x 250 pixlar. Här går det
att se att det inte sker så stor skillnad i hur tränings- och testprecisionen rör sig i
grafen, där overfitting sker tidigt in i inlärningsprocessen och slutar på ca 60%
testprecision.
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model.add(Conv2D(16,(3,3),
input_shape = X.shape[1:]))
model.add(Activation("relu"))
model.add(MaxPooling2D())

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())

model.add(Conv2D(64,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())

model.add(Flatten())
model.add(Dense(128))
model.add(Dense(1))
model.add(Activation('sigmoid')

Figur 13. Modell tränad på bilder 250x250.

I Figur 14 har körningen 5 lager istället för 3 lager som används i figur 12, här går det
att se att overfitting sker efter ca 10 epocher och slutar på ca 65% testprecision.
Denna körningen är gjord på bilder med 150 x 150 pixlar.

model.add(Conv2D(16,(3,3),
input_shape = X.shape[1:]))
model.add(Activation("relu"))
model.add(MaxPooling2D())

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())

model.add(Conv2D(64,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Flatten())

model.add(Dense(128))
model.add(Dense(1))
model.add(Activation('sigmoid')) Figur 14. En förbättring gällande overfitting.

I Figur 15 har en dropout-teknik används med 30% dropout per lager. I detta
exempel går det att se att testprecisionen är uppe och nuddar på ca 70% men faller
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tillbaka till 65% i slutet. Det går även att se att träningsprecisionen inte sticker direkt
upp till 100%.

model.add(Conv2D(16,(3,3),
input_shape = X.shape[1:]))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(64,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Flatten())
model.add(Dense(128))
model.add(Dense(1))
model.add(Activation('sigmoid'))

Figur 15. Applicering av dropout.

I Figur 16 har samma dropout-procentsats används som i figur 15 men med fler
lager. Här sticker inte tränings- och testprecisionen ifrån varandra lika mycket men
slutar också på ca 55% testprecision.

model.add(Conv2D(16,(3,3),
input_shape = X.shape[1:]))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(64,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30)) Figur 16. Applicering av dropout med fler lager.

model.add(Flatten())
model.add(Dense(128))
model.add(Dense(1))
model.add(Activation('sigmoid'))
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I Figur 17 har dropout justerats så att det innehåller olika värden. Här går det att se
att i slutet går det upp och ner väldigt mycket för testprecisionen men att den ändå
möter träningsprecisionen bättre under en längre tid. Här är testprecisionen uppe
över 70% men faller tillbaka på ca 65% i slutet.

model.add(Conv2D(16,(3,3),
input_shape = X.shape[1:]))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.20))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.50))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.50))

model.add(Conv2D(64,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30)) Figur 17. En justering av dropout värdena.

model.add(Flatten())
model.add(Dense(128))
model.add(Dense(1))
model.add(Activation('sigmoid'))

I Figur 18 används samma parametrar som i Figur 17 fast körningen är gjord på 150
epocher istället för 50 epocher. I detta exempel går det att se att testprecisionen ökar
med tiden och slutar på ca 75%, men att overfitting sker under hela
inlärningsprocessen.
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model.add(Conv2D(16,(3,3),
input_shape = X.shape[1:]))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.20))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.50))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.50))

model.add(Conv2D(64,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30)) Figur 18. Ett försök på ökning av epocher.

model.add(Flatten())
model.add(Dense(128))
model.add(Dense(1))
model.add(Activation('sigmoid'))

Vid körning av samma parametrar som i Figur 18 fast med 100 epocher och en
bildstorlek på 250 x 250 går det att se att overfitting sker tidigt men också att den
testprecisionen slutar på ca 70% (Figur 19).

model.add(Conv2D(16,(3,3),
input_shape = X.shape[1:]))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.20))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.50))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.50))

model.add(Conv2D(64,(3,3))) Figur 19. Ett försök med bildstorleksjustering.
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))
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model.add(Flatten())
model.add(Dense(128))
model.add(Dense(1))
model.add(Activation('sigmoid'))

I Figur 20 har storleken på bilderna ändrats till 100 x 100 pixlar istället för 250 x 250
som i Figur 19 för att se vad som ändrades i resultatet i jämförelse med i Figur 19.
Här kan vi se att testprecisionen slutar på ca 55% och att den ligger under 50% större
delen av träningsfasen.

model.add(Conv2D(16,(3,3),
input_shape = X.shape[1:]))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.20))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.50))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.50))

model.add(Conv2D(64,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30)) Figur 20. En justering på bildstorlek till 100 x 100.

model.add(Flatten())
model.add(Dense(128))
model.add(Dense(1))
model.add(Activation('sigmoid')

I Figur 21 har systemet kört på 150 x 150 pixlar på bilderna fast antal filter per lager
är justerat till en större siffra för att se ifall testprecisionen blev större ifall fler filter
användes per lager. I detta exemplet slutar testprecisionen på ca 65% och overfitting
sker tidigt i inlärningsprocessen.
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model.add(Conv2D(16,(3,3),
input_shape = X.shape[1:]))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.20))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(64,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.50))

model.add(Conv2D(64,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.50))

model.add(Conv2D(128,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30)) Figur 21. Ett försök på att justera filter per lager.

model.add(Flatten())
model.add(Dense(128))
model.add(Dense(1))
model.add(Activation('sigmoid'))

I Figur 22 har kärnans storlek ändrats till 5 x 5 samt att bilderna gjorts större till 256 x
256, här når testprecisionen över 80% i mitten av träningsfasen och slutar på ca 70%.
I detta exempel följer tränings- och testprecisionen varandra bättre än i Figur 21 men
overfitting sker fortfarande.

model.add(Conv2D(16,(5,5),
input_shape = X.shape[1:]))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.20))

model.add(Conv2D(32,(5,5)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(64,(5,5)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(64,(5,5)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(128,(5,5)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30)) Figur 22. Justering av kärna och bildstorlek.
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model.add(Flatten())
model.add(Dense(128))
model.add(Dense(1))
model.add(Activation('sigmoid'))

I Figur 23 har modellen haft en batchstorlek på 8. Här går det att se att tränings- och
testprecisionen följer varandra väldigt precis till ca 20 epocher där de skiljer sig åt
och overfitting börjar ske. Här slutar testprecisionen på ca 75%

model.add(Conv2D(16,(3,3),
input_shape = X.shape[1:]))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.20))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(64,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(64,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(128,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30)) Figur 23. Justering av batchstorlek.

model.add(Flatten())
model.add(Dense(128))
model.add(Dense(1))
model.add(Activation('sigmoid'))

I Figur 24 har systemet körts med 5 lager samt en variation på dropout-procenten.
Figur 24 visar inte så mycket på overfitting under inlärningsprocessen och slutar på
ca 75% i testprecision. Här har körningen varit med bilder i storlek på 150 x 150
pixlar.
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model.add(Conv2D(16,(3,3),
input_shape = X.shape[1:]))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.20))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.50))

model.add(Conv2D(32,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30))

model.add(Conv2D(64,(3,3)))
model.add(Activation("relu"))
model.add(MaxPooling2D())
model.add(Dropout(0.30) Figur 24. Förbättring av modellen med fler lager.

model.add(Flatten())
model.add(Dense(128))
model.add(Dense(1))
model.add(Activation('sigmoid'))
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6. Diskussion
Maskininlärning är datatekniskt enkelt på så sätt att informationen är lätt att ta till
sig. Svårigheten är att få förståelse för denna information, då det finns väldigt många
parametrar som påverkar resultatet. Att testköra systemet varje gång en
hyperparameter justeras är väldigt tidskrävande, och att svara till projektets första
frågeställning - hur optimering av olika hyperparametrar påverkar hur väl systemet
känner igen om en person bär ansiktsmask eller inte - visade sig därför vara svårt.
Vid en utvärdering av resultatet visade det sig dock att applicering av dropout var
en särskilt viktig hyperparameter, eftersom overfitting visade sig vara en stor
utmaning för självlärande system, vilket svarar till projektets andra frågeställning.

För att visualisera overfitting och hur det kan minskas med applicering av dropout
gjordes en jämförelse mellan Figur 12 och Figur 15. Denna visar att applicering av
dropout minskar overfitting, vilket var förväntat utifrån teorin [15]. Detta visas
genom att testdata och träningsdata följer varandra mer parallellt i Figur 15 än i
Figur 12.

Resultatet i Figur 12 behöver inte enbart bero på overfitting utan även på att
nätverket tillämpar för få lager för att få en tillräckligt bra precision. Flera dolda
lager gör enligt teorin nätverket mer komplext då det finns fler neuroner som kan
tolka informationen [7]. Det kan förklara varför overfitting minskade ännu mer när
det användes i flera lager än när det enbart applicerades i ett lager, vilket visades
vid en jämförelse mellan Figur 15 och Figur 16.

Hur mycket dropout som ska appliceras i varje lager är dock inte självklart. Man kan
tänka att högre dropout skulle innebära mindre overfitting, men det slutliga
resultatet (Figur 24) visar att olika andel dropout i olika lager kunde vara bättre än
samma andel dropout i varje lager. Detta var inte ett väntat resultat, men kan bero på
mängden beräkningskraft datorn hade tillgång till vid testtillfället. Om
beräkningskraften varierar kan det medföra en variation i vilken dropout som krävs
för att kompensera för den då systemet optimeras.

För att minska denna variation hade även en större mängd data kunnat användas
vid inlärningen. Att enbart använda 200 bilder kan medföra en osäker inlärning
jämfört med tidigare studier som använt runt 20000 bilder istället, vilket hade ökat
systemets precision. Att använda få bilder var en svaghet i metoden, men en styrka
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var däremot att applicera randomisering av de bilder som användes i varje
testomgång. Randomisering minskar risken att systemet lär sig att känna igen vilken
ordning bilderna i träningsdata dyker upp. Om detta inte gjorts hade det kunnat
leda till ännu högre grad av overfitting eftersom det hade bidragit till en möjlig
felkälla där systemet överskattar sin egen förmåga och ger en för hög precision i
träningsresultatet i jämförelse med testresultatet.

Utmaningen med ett självlärande system är inte enbart att få ett så likt resultat för
träningsdata och testdata, utan även om att uppnå ett så precist resultat som möjligt,
alltså ett system som är så säkert som möjligt i sitt avgörande av om personerna på
de inmatade bilderna i en körning bar ansiktsmask eller inte. Vid en utvärdering av
resultatet ser vi att precisionen slutade på mellan ca 55% och 75%. Ett optimalt
resultat hade såklart varit om både träningsdatan och testdatan slutade på 100%
precision i en körning, men för detta hade mer data behövts, samt mer tid behövts
läggas på optimering än vad som fanns tillgängligt med tanke på detta projektets
omfattning.

Det finns även en annan begränsning i hur precist ett system blir, vilken är
beräkningskraften. För att få ett snabbare system vill man minska beräkningskraften,
vilket man med fördel kan göra genom att optimera parametern bildstorlek. När en
bild blir mindre krävs mindre beräkningskraft, men bilden får också färre pixlar,
vilket gör att den blir suddigare och tappar detaljer som kan vara viktiga i
avgörandet om det är en ansiktsmask eller inte [4]. Detta visades i Figur 20, där
testprecisionen minskade jämfört med i Figur 18. Samtidigt har en större bild med
fler pixlar fler detaljer som kan feltolkas som viktiga. Detta syntes i Figur 19, där
testprecisionen även här minskade jämfört med i Figur 18.

Det är inte bara bildens storlek som påverkar precisionen utan även dess
komplexitet. Eftersom alla bilder har olika bakgrund tar systemet med bakgrunden i
sin beräkning. Projektet är utformat för att kunna användas i t.ex. butiker, där man
har samma bakgrund hela tiden. Det blir mer brus i bilderna i detta projekt, vilket
kan medföra en osäker inlärning och därmed en lägre precision. Systemet tar inte
bara hänsyn till ansiktsmask eller inte utan väger in andra delar av bilden som vi
egentligen inte är intresserade av. En mindre komplex bakgrund hade alltså ökat
chansen att systemet lärde sig att bakgrunden inte är relevant för tolkningen, utan
bara ansiktet i bilden. Då blir det en mindre yta för systemet att ta hänsyn till, vilket
skulle göra det mer precist.
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I framtiden hade systemet kunnat optimeras genom att träna på en större mängd
data samt genom att optimera fler hyperparametrar än de som justerats i detta
projekt, för att minska overfitting samt uppnå en ännu högre precision än 75% och
därmed ett system som var ännu säkrare i sitt avgörande. Trots detta skapades enligt
mig ett tillräckligt bra system för att kunna avgöra om en person bär ansiktsmask
eller inte med tanke på den mängd data, tid och kunskap som fanns tillgänglig, och
om systemet vidareutvecklas ser jag potential i att använda det i samhället i
framtiden.

Även inom en mängd andra områden - allt från identifiering av föremål på
havsbotten till foto-filter på sociala medier till identifiering av brottslingar - finns
potential för maskininlärning. Eftersom jag, utan specialkunskaper inom området,
klarade att optimera systemet utifrån den information jag lyckades införskaffa mig,
ser jag att även andra med liknande bakgrund som mig kan använda
maskininlärning på liknande sätt, vilket gör det till en relativt lättanvänd teknik. Ett
problem som dock kan uppstå är om det blir “för enkelt” att använda den. Om vem
som helst börjar använda tekniken till vad som helst finns det en risk att den börjar
användas på ett oetiskt sätt, till exempel vid övervakning av människor på offentliga
platser. Denna teknik kan också vara farlig ifall den hamnade i händer på en
resursstark person som tex en diktator eller korrupt regering som har möjlighet att
använda sig av duktiga personer inom maskininlärning för att få ett säkert system
för att hålla koll på sina invånare. Ifall detta skulle ske kan det resultera i ett allt mer
övervakat samhälle vilket går att argumentera för att det skulle ta bort en stor del en
en enskilde människans frihet. Detta är idag något som används i länder som Kina
där regeringen har kameror runt om i samhället som identifierar vem som rör sig
vart.

Detta var något som jag också behövde ägna en tanke åt i mitt projekt, och som är
viktigt att ta hänsyn till vid användning i samhället.
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