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Sammanfattning 
Allt fler misshandelsbrott sker i Sverige enligt Brå. För att reducera detta kan             
det som fångats på övervakningskameror användas i brottsutredningar, för att          
senare användas som bevismaterial till att döma den eller de skyldiga till            
brottet. Genom att optimera övervakningen kan företag använda sig av          
automatiserad igenkänning. Automatisering för igenkänningen av normala       
kontra onormala beteenden går att lösa med djupinlärning. Syftet med denna           
undersökning är att finna en lämplig modell som kan identifiera det onormala            
beteendet (till exempel ett slagsmål). Modell arkitekturen som användes under          
projektet var 3D ResNet, eftersom den klara av en djupare arkitektur. Ett            
djupare nätverk, innebär bättre prediktion av problemet. 3D ResNet-34 var den           
modell arkitekturen som gav högst noggrannhet med 93,33%. Implementering         
av projektet utfördes i ramverket PyTorch. Undersökningen har visat att med           
hjälp av överförd inlärning går det att återanvända kunskap från förtränade           
modeller och applicera dessa kunskaper på det aktuella problemet. Detta bidrar           
till en mer pålitligare modell med noggrann prediktion på nytt övervaknings           
material.  
 
Nyckelord: Djupinlärning, PyTorch, 3D CNN, 3D ResNet 
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Abstract 
According to Brå, more assault crimes are taking place in Sweden. To reduce             
this, information that was captured on surveillance cameras can be used in            
criminal investigations, to convict the perpetrator or perpetrators of the crime.           
To optimize monitoring, companies can use automation. Automation of the          
recognition of normal versus abnormal activities can be solved with deep           
learning. The purpose of this study is to find a suitable model that can identify               
the abnormal activity (for example, a fight). The model architecture used           
during the project was 3D ResNet, because it was capable of handling deeper             
architectures. Having a deeper network means better prediction of the problem.           
3D ResNet-34 was the model architecture that gave the highest accuracy with            
93,33%. Implementation of the project was carried out in the framework of            
PyTorch. The study has shown that with the help of transfer learning it is              
possible to transfer knowledge from pre-trained models and apply this          
knowledge to the current problem. This contributes to a more reliable model            
with accurate prediction for new surveillance footage. 
 
Keywords: Deep learning, PyTorch, 3D CNN, 3D ResNet 
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Terminologi 
 

Förkortningar  

ANN Artificial Neural Network (Artificiella Neurala Nätverk) 

CCTV Closed-Circuit TeleVision 

CNN Convolution Neural Network (Faltningsnätverk) 

CUDA Compute Unified Device Architecture 

KTH Kungliga Tekniska Högskolan 

NVIDIA Nvidia Corporation (Amerikanskt elektronikföretag) 

ResNet Residual Network 

RGB Rött, grönt och blått 

SGD Stochastic Gradient Descent 

SGDR Stochastic Gradient Descent With Restarts 
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1 Introduktion 
1.1 Bakgrund och problemmotivering 
Under 2019 anmäldes omkring 84 600 misshandelsbrott i Sverige. En ökning           
på 3 % sedan 2018 [1]. Ett sätt att försöka att reducera misshandelsbrotten i              
Sverige och öka säkerheten i offentliga miljöer används det         
övervakningskameror (CCTV). 

För att identifiera avvikande beteenden inom offentliga miljöer behöver en          
människa titta på videon och identifiera förloppet. Materialet gör det också  
möjligt att analysera misshandelsbrottens innehåll under brottsundersökningar.       
Till stor del sker analysen av materialet från övervakningskamerorna av          
människor som fått utbildning och arbetar med att analysera materialet både i            
realtid och i efterhand. Ett sätt att effektivisera och spara samhällets resurser är             
att använda djupinlärning till denna analys. 

Att applicera djupinlärning på övervaknings sektorn kan vara ytterst värdefullt          
av den anledningen att algoritmen kan identifiera och automatisera         
övervaknings processen. Detta sker då med en modell som identifierar          
“onormala” beteenden i samma stund som de sker och sedan larmar           
personalen. Den djupinlärning vi ser idag har gjort stora framsteg inom           
igenkänning av olika aktiviteter. Tekniken har vidareutvecklas för att få bukt           
med att urskilja “normala” beteenden kontra “onormala” beteenden såsom         
misshandel eller slagsmål.  

Det som för oss människor kan verka trivialt att urskilja från en video är              
svårare för en djup maskininlärningsmodell. Det svåraste med modellen är att           
processa och prediktera rum- och tidsmässiga egenskaper. För varje år skapas           
bättre modeller för att efterlikna och tolka världen åt oss. Ett problemen med de              
olika djup maskininlärningsteknikerna för igenkänning är att de behöver         
mycket visuell data för att bygga en bra inlärning. Inom det aktuella området,             
slagsmål och misshandel, finns det idag inte tillräckligt bra och stora           
datamängder. Detta gör att de modeller som tas fram har svårare att prediktera             
sitt beslut om vad som sker i ett klipp från en övervakningsvideo. 

Syftet med denna studie är att undersöka hur väl maskininlärningskonceptet,          
överförd inlärning, överkommer problemet med att träna på en mindre          
datamängd. Med överförd inlärning går det att återanvända en förtränad modell           
som utgångspunkt för en annan modells problem. 
Studien studerar även hur komplex/djup en modell behöver vara för att bidra            
till ett rätt beslut för igenkänning av “onormala” beteenden. 

1 



Djupinlärning för kameraövervakning 
Linus Blomqvist  2020-08-21 

1.2 Syfte 
Syftet med arbetet är att undersöka hur väl en modell är lämpad för             
igenkänning av en handling/händelse genom att använda en förtränad modell          
på större datamängder samt att utvärdera modellen med olika komplexa          
arkitekturer. 

1.3 Mål 
● Analysera användningsområdet för en djup inlärningsmodell inom       

slagsmålsigenkänning (fight recognition). 
● Använd en modell som är lämpligast att implementera/designa för         

problemet, så att det går att bestämma om videoklippet från en           
övervakningskamera speglar ett slagsmål eller inte. 

● Implementera modellen i Python utifrån ramverket PyTorch. 
● Utvärdering av hur noggrann prediktionen är för modellen på         

övervakningsfilmen gentemot andra arkitekturer av modellen. 

1.4 Avgränsningar 
Arbetet fokuserar på området “aktivitetsigenkänning” och mer specifikt        
“slagsmålsigenkänning”. Modellen implementeras i Python ramverket      
PyTorch som gör det möjligt att använda djupinlärningstekniker. Arbetet ger          
en förståelse för hur processen från en övervakningsfilm till ett modellbeslut           
går till. 
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2 Teori 
 
Kapitlet inleds med en översiktlig introduktion över maskininlärning (machine         
learning) och djupinlärning (deep learning). 
Därefter tas det upp hur en modell tar in information som visas på en video och                
vilken teknik som ledde fram till detta.  
Efter det introduceras hur modellinlärning och träning fungerar samt hur          
modellen ResNet fungerar. I sista delen av teorin förklaras konceptet överför           
inlärning och ramverket PyTorch. 

2.1 Djup maskininlärning 
Istället för att koda egna regler för ett program, så kan en algoritm utföra              
reglerna åt oss. Detta kallas för maskininlärning och innebär att använda           
algoritmer för att analysera data, lära av data och sedan göra en prediktion av              
nya data. 

 
Bild 1. Visar på skillnaden mellan klassisk programmering och maskininlärning. 

Som bild 1 visar behöver en maskininlärningsmodell indata (som förs in i            
modellen) i form av data och vad den rätta data representer (svar). Med indatan              
skapar modellen regler. Utifrån dessa regler går det att testa modellens           
noggrannhet för prediktionen på nya indata.  

Definition för noggrannhet (accuracy): 

oggrannhetN = T otala datamängden
Korrekt klassif icierad data  
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Djupinlärning (djup maskininlärning) är ett underområde inom       
maskininlärning. Dess algoritmer är inspirerade av hjärnans neurala nätverk.         
Därför kallas de för artificiella neurala nätverk. 

 
Bild 2. Till vänster visas en biologisk neuron och till höger en artificiellt neuron. 

ANN är uppbyggd av vad som kallas neuroner. Bild 2 illustrerar en artificiell             
neuron som är inspirerad från en biologisk neuron. Dessa neuroner är           
organiserade i lager och det kan finnas fler lager i ett ANN.  
Ett ANN i sin enklaste form består av ett indata lager, ett dolt lager, samt ett                
utdata lager. För att anges som ett djupt nätverk behövs det mer än ett dolt               
lager som bild 3 nedan visar på.  

 
Bild 3. Ett djupt artificiellt neuralt nätverk, eftersom det består av ett indata lager, två dolda 

lager samt ett utdata lager. 

Det finns olika lager för olika uppgifter till ett ANN. Det som visas ovan i bild                
3 är kompakta (dense) lager och används till att koppla ihop indata med utdata.              
Faltnings lager (convolutional layers) även kallad konvolution lager, är bättre          
på att hantera arbeten med bilder. Konvolution lagrets indata kallas för           
in-kanaler och dess utdata kallas de för ut-kanaler. Med konvolution lager går            
det att skapa ett CNN [2], som används för bildigenkänning [3]. 
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2.2 Igenkänning/klassificering 
För att förstå igenkänning/klassificering, är det bra att ha i grunden vad som             
skiljer en handling från en händelse. 

2.2.1 Handling (action): Är ett rörelsemönster utifrån en aktivitet. Exempel på           
detta är en cyklisk handling; att springa och en icke-cyklisk handling; att            
hoppa. Exempel på detta ses i bild 4 nedan.  

 

 
Bild 4. Överst visar på spring rörelser och den nedre hopp rörelser. 

2.2.2 Händelse (event): Är flera primitiva handlingar i en ordnad uppsättning           
med ett specifik mål. De är fortfarande en handling men går att omformulera             
till en händelse. Ett exempel är häcklöpning där “springa” och “hoppa” är            
handlingarna som illustreras i bild 5.  

 
Bild 5. En händelse om häcklöpning. 
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2.3 Video igenkänning 

Med aktivitetsigenkänning menas att klassificera en handling eller händelse i          
videoklipp. Ett videoklipp är en ordnad uppsättning av bilder av en fixerad            
längd med samma upplösning. Från en enstaka bild är det svårt att urskilja en              
handling utan dess rörelse men med en uppsättningen av bilder i form av en 3D               
volym är detta mer åtkomligt. Därför behöver en modell ett videoklipp för att             
ta del av helheten av en händelse. 

Inom området datorseende (computer vision) har det studerats mycket kring          
hur det går att extrahera informationen från rum- och tidsmässiga egenskaper           
(spatio-temporal features). 
Tidigare inom datorseende, skedde extrahering av bilder i form av handgjorda           
funktioner (hand-crafted features). Tony Lindeberg och Ivan Laptev från KTH          
tog fram ett förslag på spatio-temporal interest points [4] genom att utöka            
Harris hörndetektorer till 3D som illustreras i bild 6 nedan. 
 

 
Bild 6. Tre olika videoklipp där en handling är om boxning, en handling om en person som                 
viftar med armarna och en handling om en person som går. För varje videoklipp visas en                
uppsättning bilder som en 3D volym för rumsliga och tidsmässiga egenskaper. Spatio-temporal            
interest points (de svarta prickarna) gör det möjligt att urskilja rörelserna [5]. 

Med tiden har det tillkommit allt mer data i världen. Vilket har medfört att              
forskningen inom handgjorda funktioner inte är tillräcklig lämpade för         
storskaliga datamängder. Även grafikkortets parallellbearbetning har blivit allt        
mer kraftfullare (CUDA, från NVIDIA)[6]. Detta har gjort att CNN har gjort            
stora framsteg inom datorseende istället. Anledningen är att CNN’s klara av att            
hantera större datamängder.  
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2D CNN har visat ett bra resultat inom aktivitet igenkänning [7]. Problemet            
med 2D CNN’s är att de tar in de rumsliga egenskaperna från bilderna vid              
inlärning. Detta illustreras i bild 7 nedan. 
 

    

Bild 7. En 3D volym utav en uppsättning bilder (ett videoklipp), har en upplösningen av  
H B K (Höjd Bredd Kanaler), där K är antalet färgkanaler för RGB. Genom att ×   ×   × ×           
använda volymen som indata till 2D CNN modellen , resulterar det i att utdatan blir en 2D                 
bild.  

Utifrån detta har 3D CNN blivit mer populära eftersom de kan extrahera de             
rumsliga egenskaperna men även de tidsmässiga egenskaperna från en video          
[8]. Detta gör att det går att identifiera vad det är för handling eller händelse               
som illustreras i videon enligt bild 8 nedan. 

 

Bild 8. Samma 3D volym som i bild 7. Den tidsmässiga egenskapen bevaras och resulterar i en                 
oförändrad volym efter att ha blivit applicerad till ett 3D CNN. 
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2.4 Inlärning för CNN  

Optimeraren gör det möjligt för djupa nätverk att skapa sig kunskap om            
informationen (data). SGD används för att stegvis hitta den globala minimum           
punkten för modellens fel funktion (error function)[9]. Hur stora “steg” som           
SGD tar, kallas för inlärningshastighet (learning rate) och illustreras i bild 9.  

 

Bild 9. De yttre diagrammen indikerar på ett för litet (små steg) eller för stort värde (stora                 
steg) på inlärnings hastigheten. Diagrammet i mitten visar på det optimala värdet. 

För inte ta för stora steg med SGD och skjuta över globala minimum punkten,              
används en schemaläggare (scheduler). Schemaläggaren ser till att att         
inlärningshastighetsvariabeln ändras från det angivna startvärdet till ett relativt         
litet värde.  
Det finns olika schemaläggare och det kan vara svårt att hitta den optimala             
minimum punkten med vissa av dem. I bild 10 visas två olika typer av              
schemaläggare. 

Bild 10. Grafen till vänster visar på en linjär reducering för inlärnings hastigheten och grafen               
till höger visar på en stegvis reducerings metod. 
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SGDR använder en cosinus cyklisk inlärningshastighetsschemaläggare i       
kombination med SGD. Detta bidrar till att inlärningshastigheten reduceras         
med en halv cosinuskurva.  

Med en komplexare modell kan det uppstå fler lokala minimum. Det som visas             
i bild 11 och är fördelen med SGDR är att den använder en periodvis omstart               
eller mer specifikt en så kallad cykel.  

Definition för SGDR: 

där t är tidpunkten för η  (η  − η )(1 cos( π)),ηt =  i
min +  2

1 i
max

i
min +  T i

T curr       

inlärningshastighet , är intervallet för inlärningshastighet, är antalet  η  η )   (η  ,i
min

 
 

i
max     T curr   

epoker sen senaste omstart och är antal epoker under en cykel.T i   

 

 
Bild 11. Tre stycken cykler (omstarter). 
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Dessa omstarter möjliggör att modellen inte fastnar i ett lokalt minimum. Vid            
en omstart ökar nämligen inlärnings hastigheten enligt bild 12, vilket medför           
att modellen kan ta ett större steg ut ur det lokala minimumet. Därför är det bra                
att välja ett större värde på inlärningshastigheten än det optimala värdet för att             
inte hamna i ett annat lokalt minimum [10]. 

 
Bild 12. Två cykler som medför att SGDR hittar det globala minimumet vid den andra cykeln. 

Ett sätt att spara dessa olika cyklar är med Snapshot Ensembles som illustreras             
i bild 13. Det gör att om det globala minimumet är funnet tidigt under              
träningen, går det att använda denna ögonblicksbild (snapshot) senare vid          
testningen av modellen [11]. 

 
Bild 13. Två bilder av nivåkurvor för samma graf, där röda kurvor är globala maximipunkter               
och blåa kurvor är globala minimipunkter. Bilden till vänster är optimerings processen för             
SGD med en standard schemaläggare. Bilden till höger är SGDR som hittar flera minimum              
med hjälp av Snapshot Ensembles [11]. 
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Korsentropiskattning (Cross entropy) är en felfunktion som SGDR funktionen         
försöker minimera så att modellens inlärningen blir bättre.  
Korsentropiskattning används framför allt vid klassificering av fler kategorier,         
men går även att använda vid binära problem också. Efter att hela            
träningsdatamängden har gått igenom modellen (även kallad en epok),         
beräknas felet så att: 

Fel = Modell prediktion (model prediction) - Kategori 

⇔ 

Fel = ŷ - y 

Definitionen för korsentropiskattning (C): 

(ŷ, y) og(ŷ )C  =  − n
1 ∑

 

 
yj × l j  

Vanligtvis är korsentropiskattning kombinerad med SoftMax.  
I bild 14 används SoftMax som CNN’s sista lager för att normalisera utdatan             
enligt sannolikhetsfördelningen för kategorierna.  

Definitionen för SoftMax (S):  

S(ŷ, y) = ,og(ŷ )∑
k

j=1
yj × l j  där k är antalet kategorier 

 

 
 

Bild 14. SoftMax’s utdata fungerar på samma sätt som en kategorisk sannolikhetsfördelning, 
med att indata parametrar från lagret innan omvandlas till ett tal mellan 0 och 1 samt att alla 

värden summeras upp till 1.  
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2.5 Träning för CNN  

Innan träning av CNN, är det vanligt att datamängden delas upp i en tränings,              
en validerings och en test datamängd. Sedan under träningen jämförs          
träningsdatamängden mot valideringsdatamängden för att inte råka ut för         
under- och överanpassning. Orsaken till under anpassning (underfitting) är att          
modell inte kan klassificera datat som den är tränad på. Detta göra att modell              
har svårt att reducera felet för tränings- och valideringsdatamängden.         
Överanpassning är det motsatta, då modellen är för bra på att klassificera datat             
som är i träningsdatamängden men har svårt att prediktera datan från           
valideringsdatamängden samt test datamängden. Det medför att felet ökar för          
valideringsdatamängden under träningen, som bilden 15 nedan visar. Så när          
avvägningen mellan de två problemen överensstämmer, konvergerar felet i         
valideringen och modellen finner sin globala minimipunkt [12].  

 
Bild 15. Visar hur under-/överanpassning påverkar modellens prediktion av validerings/test 

datamängden. När kurvan konvergerar (blir horisontell) är den optimala felet funnet. 

För en bättre inlärning, går det att normalisera datamängden. Normalisering          
innebär att datamängden transformeras till nya värden. En av de vanligare           
normaliserings teknikerna är standardiserad normalfördelning.  
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2.6 ResNet 

Under bildigenkänningen för en CNN modell, extraherar varje lager mer          
komplexa mönster från indatat (bilden/videon). Detta visas på i bild 16, där            
tidigare lager upptäcker endast kanter m.m men desto djupare in i modellen går             
det att urskilja kompletta objekt. 

 
Bild 16. Visar på hur lager djupare in i modellen extraherar fler komplexa egenskaper. 

I praktiken så borde en CNN modells fel konvergera med fler lager som kan              
upptäcka mer komplexare mönster. Det som dock sker utifrån ett antal olika            
faktorer är att modellens optimerare har betydligt svårare med träningen. Detta           
enligt vad bild 17 visar då kurvan divergerar (felet ökar). Detta var ett problem              
för nätverket VGG (CNN arkitektur) som försökte med fler lager men blev allt             
sämre i dess prediktionskapacitet [13].  

 

 
Bild 17. Hur en djupare modell i teorin ska uppföra sig vid inlärning (blå kurva) medans i 

verkligheten har den svårare med detta (orange kurva). 
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Nätverket ResNet underlättar träningen för djupare arkitekturer. Jämfört med         
nätverket VGG-16 (CNN arkitektur med 16 lager), går ResNet att träna med            
flera hundra lager. ResNet består av residual block. För varje block finns det             
en genväg (shortcut/skip connections) som gör det lättare för modellen att           
undvika den försvinnande gradienten (vanishing gradient). Om den        
försvinnande gradienten uppstår, betyder det att inlärningen för modellen blir          
obefintlig. Dock påverkar inte detta problem CNN modeller [14], i stället           
uppstår nedbrytningsproblemet (degradation problem)[15], som också kan       
uppkomma för djupa nätverk. Nedbrytningsproblemet är att nätverk med färre          
lager som presterar generellt sett bättre än djupare nätverk för samma problem. 

 
Bild 18. Nivåkurvor för ResNet utan genvägar (a), jämfört med ResNet med genvägar (b) [16]. 

Den röda pricken är den globala minimipunkten. 

Genvägarna gör att ResNet design blir lämplig för en approximerad          
identitetsfunktion. Med identitetsfunktionen menas att funktionens utparameter       
blir dess inparameter. 

     (x)  f = x  
Utifrån identitetsfunktionen ovan är det möjligt att använda en genväg för att            
till exempel förflytta indatat för första lagret till att bli utdata för det sista              
lagret. Modellen kommer fortfarande att kunna prediktera , även om       (x)  f    
indatat är adderat till den. Uppfattningen för modellen är att vid inlärningen ska             
det vara enkelt att beräkna, även om funktionen är lika med noll.

 (x)  (x)  f + x = g  

 
Bild 19. Ett “residual block”. 
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2.7 Överförd lärande 
CNN modeller behöver större klassificerade datamängder för att prestera bra.          
Datamängden behöver vara innehållsrik med rätt typ av data för den aktuella            
uppgiften. Annars blir prediktionen av modellen opålitlig vid användning. Det          
tar dock tid att samla in en större datamängder och nackdelen med mindre             
datamängder, är att modellen kan överanpassa på tränings datamängden.  
Idén med maskininlärningskonceptet överförd inlärning (transfer learning), är        
att använda en färdig tränad modell som är inlärd på en eller fler datamängder.              
Sedan återanvända dess inlärda kunskaper för en annan uppgift. I bild 20 nedan             
illustreras hur en modell som är tränad på en storskalig datamängd och kan             
klassificera 1000 kategorier. Med överförd inlärning återanvänds modellen för         
att träna på en ny datamängd inom samma område för att sedan klassificera två              
stycken nya kategorier. 

 
Bild 20. Överför den förtränade modellen till det nya aktuella problemet. 

2.8 PyTorch 

PyTorch är ett djupinlärningspaket för neurala nätverk som är tillgängligt i           
programmeringsspråket Python. PyTorch släpptes som ett öppen källkods        
projekt av Facebooks forskargrupp för artificiell intelligens i slutet av 2016.           
PyTorch är grundat utifrån maskininlärningsramverket Torch som är baserat på          
programmeringsspråket Lua.  
PyTorch har blivit ett populärt ramverk, eftersom det går in på djupet av hur              
det är att bygga upp ett neuralt nätverk från grunden. 
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3 Metod 

 
Bild 21. Projekt processen 

Nedan görs en övergripande beskrivning av hur processen för utvärdering gått 
till. Processen beskrivs i bild 21 ovan. 
 

1) Analysera målet: Identifiering av mål och eventuella delmål. 
 

2) Analysera området: Sök bakgrundsfakta och analysera den. 
 

3) Dataförståelse: Studera vilket/vilka datamängder som kan passa för 
projektet eftersom annars kan detta leda till att modellen presterar sämre. Det 
finns också olika modell arkitekturer som kan prestera bättre för olika 
uppgifter. 
 

4) Modell design: Utifrån de tekniker och algoritmer som behövs för uppgiften 
väljs därefter en lämplig modell design. 
 

5) Implementering: Implementera modellen med ett programmeringsspråk och 
ramverk. 
 

6) Träning av modellen: Träna modellen på tränings- och 
valideringsdatamängden med olika parametrar för att se om modellen är aktuell 
för uppgiften. 
 

7) Utvärdering: Utvärdera modellens prediktionsförmåga på test datamängden. 
Om modellen underpresterar, då behöver modellen tränas om igen. 
 

8) Sammanfattning och värdering av modellen. 
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3.1 Datamängd 

De två storskaliga datamängderna nedan kommer att användas för de          
förtränade modellerna. Kunskaperna från de inlärda modellerna kommer sedan         
att användas vid överförd inlärningen.  

Kinetics-700 är en datamängd som innehåller olika videoklipp från Youtube av           
mänskliga aktiviteter [17]. Det som utgår ifrån namnet är att det finns 700             
kategorier av aktiviteter utifrån 650 K videoklipp. Kinetics-700 är en nyare           
version av tidigare datamängder som Kinetics-400 [18] och Kinetics-600 [19],          
där talet i namnet indikerar återigen antalet kategorier. 

 
Bild 22: Ett stickprov av videoklipp från Kinetics-700. 

Moments in Time innehåller 1 miljon videoklipp av olika handlingar och           
händelser. Alla videoklipp är uppdelade in i 339 kategorier. Moments in Time            
anser att meningsfulla händelser inkluderar mer än bara människor. Därför          
inkluderas olika djur och föremål etc. Detta är för att få en god videoförsåelse              
och att fånga huvudsyftet i en videon [20]. 

 
Bild 23: Ett stickprov av videoklipp från Moments in Time. 
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Surveillance Camera Fight är en datamängd som omfattar 300 videoklipp.          
Datamängden består till största del av övervaknings material. De två          
kategorierna är slagsmål och inte slagsmål [21]. 
 
Surveillance Camera Fight, är den datamängd som modellerna blir tränade på. 

 
Bild 24. Ett uppsättning bilder från ett videoklipp ur Surveillance Camera Fight [21]. 

 

3.2 Utvärdering av resultat 

Vid utvärdering av resultatet, jämförs modellerna efter att de har tränats på            
Surveillance Camera Fight. Utifrån deras prediktion noggrannhet väljs därefter         
den modell som har högsta procentuell noggrannhet. Detta eftersom denna          
modell är mest lämpad att testas på test datamängden. För att resultatet av             
noggrannheten från modellen ska vara trovärdig, utvärderas även modellens         
tränings- och valideringskurva för hela träningen. Det kan uppstå problem med           
att modellen, under en specifik körning med en viss inlärningshastighet,          
presterar ovanligt bra på träningsdatat. Detta eftersom att den förmodligen är           
överanpassad på datamängden. Så om tränings- och validerings kurvan         
konvergerar, så är det globala minimumet funnet och kurvan är optimal.           
Därefter testas modellen på test datamängden. Resultatet från test datamängden          
visas som bilder från utvalda videoklipp där det går att se om det är ett               
onormalt beteende kontra normalt beteende. 
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4 Implementation 
Implementeringen för modellen sker via Python inom ramverket för PyTorch.          
För att undersöka vilken modell som är den bäst lämpade modellarkitekturen           
för uppgiften, tränas samma modell men med fler lager (djupare modell).           
Modellförslagen som implementeras kommer även att vara tränade på enstaka          
datamängder eller ihopslagna datamängder för att undersöka skillnaden mellan         
mängden data. Avslutningsvis visas implementationen för överförd inlärning        
samt de parametrar som användes. 

4.1 Design och implementation 

Utförandet av projektet kommer att att utgå från de steg i bild 25 nedan.              
Videoinspelning sker via en övervakningskamera. Videoklippet delas upp i 16          
stycken bilder som sedan skickas till 3D CNN modellen. De rumsliga och            
tidsmässiga egenskaperna extraheras och så klassificerar modellen om det är ett           
onormalt beteende som sker i videon. Om till exempel modellen skulle vara            
applicerad för en bevakningsapplikation, så skickas därefter ett larm om          
händelsen till applikationen. 

Bild 25. Video materialet från övervakningskameran skickas vidare till 3D CNN modellen som 
predikterar om det är ett normal kontra onormalt beteende. Vid ett onormal beteende skickas 

därefter ett larm till den aktuella applikationen som använder modellen. 
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4.2 Överförd inlärning 

Under denna rapport används förtränade 3D ResNet’s, eftersom det tar väldigt           
lång tid att träna de 8 stycken modellerna från början. De olika modellerna             
ResNet-34, ResNet-50, ResNet-101 och ResNet-200 är tränade på        
datamängden Kinetics-700 (K) och en sammanslagning med datamängden        
Moments in Time (M) som betecknas KM [22].  

Tabell 1. Information angående datamängden som de förtränade modellerna tränades på [22]. 

 

För att använda dessa modeller till projektet, så övervägs idén om att använda             
överförd inlärning. Med överförd inlärning blir den nya modellens noggrannhet          
pålitligare än om den hade tränats enbart på en mindre datamängd som            
Surveillance Camera Fight. Så med mer data tillkommer mer infallsvinklar för           
olika situationer som gynnar modellens prestation.  

3D ResNet modellera är förtränade på Kinetics-700 och Moments in Time samt            
en sammanslagning (KM). Eftersom de olika modellerna har blivit tränade på           
olika datamängder, har deras sista lager n antal utkanaler vilket beror på dess n              
kategorier. Med detta i åtanke implementerades ett lager med två ut-kanaler för            
det sista lagret istället. Detta är för att uppgiftens problem är binärt. 

Det som även behövs tas i åtanke är att de förtränade modellerna är mer              
komplex i slutet av arkitekturen. Vilket medför att de inlärda egenskaper är            
specifika för dess tidigare n kategorier. Därför omskolas de sista          
lagerna/blocken för 3D ResNet modellerna, för att träningen av datamängden          
Surveillance Camera Fight inte ska underprestera. 
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Datamängd Källa Antal 
kategorier 

Tränings data 
(antal) 

Validerings data 
(antal) 

Kinetics-700 Youtube 700 545 317 35 000 

Moments in time Youtube 339 802 264 33 900 
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4.3 3D ResNet träning 

Som optimerare användes SGD. PyTorch har ingen direkt implementation för          
SGDR ännu, utan endast en implementation för den cosinus cykliska          
reducerings schemaläggaren. Därför behövdes SGDR implementeras för sig,        
för att få tillgång till omstarterna samt de ögonblicksbilder av modellen efter            
varje omstart. 
 
Inlärningshastigheten togs fram via en funktion (PyTorch learning rate finder)          
som gör det möjligt att finna den mest optimala värdet för inlärningen. Dock             
behövdes en större inlärnings hastigheten väljas för att SGDR inte skulle fastna            
i ett lokalt minimum. 

För att SGDR ska ha något att sträva efter att minimera, så implementeras             
Cross Entropy Loss. Det som måste uppmärksammas är att PyTorch          
implementering av Cross Entropy Loss applicerar både SoftMax och Negative          
log likelihood loss. Detta betyder att det inte behövs något SoftMax lager som             
sista lager för 3D ResNet modellerna. 

4.4 Bildprocessning och parameterinställning 

Indatan för 3D ResNet är en uppsättning av 16 bilder (utifrån en video). Varje              
bilds upplösning har sedan förminskas ner till 112 112 pixlar (höjd bredd).         ×     ×   
I slutändan blir in-datat av uppsättningen en sats (batch) definierad som  
[3, 16, 112, 112], där 3 är antalet färgkanaler RGB.  
Som in-parametrar till modellen delades Surveillance Camera Fight in i en           
tränings, validerings och en mindre, test datamängd.  

För att överförd inlärning ska fungerar så bra som möjligt är det viktigt att              
tränings, validering och test datamängden använder samma normalisering        
(standardiserad normalfördelning) som de förtränade modellerna använde när        
de tränades. Eftersom bilderna har 3 färgkanaler, så behövs varje färgkanal           
normaliseras. 

Sedan för att inte överanpassa på tränings datamängden används data          
förstärkning (data augmentation) [20]. 
De data förstärkningsmetoder som implementeras för varje bild är fyra-hörn          
beskärning, horisontell vändning och multiplicerad bild skalning (1, , ,        1

21/4  1
√2

 och )[20].1
23/4 2

1  
En mini sats (mini batch) med 30 stycken videos användes för en mer             
effektivare inlärning under träningen. För att se om träningen gick bra till            
validerades träningsdatamängden mot valideringsdatamängden efter varje      
epok. 
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5 Resultat 
Från implementations kapitlet visas först resultatet för hur inlärnings         
hastigheten togs fram via funktionen learning rate finder.  
Därefter jämförs prediktions noggrannheten för modellerna utifrån validerings        
datamängden under träningen. Sist så testas den bästa modellen på utvald           
testdata, för att prediktera om videon innehåller ett normalt beteende kontra           
onormal beteende. 

5.1 Inlärnings hastigheten 

För att på ett effektiv sätt ta fram den optimala inlärnings hastigheten användes             
learning rate finder. Med funktionen så reducerades tiden betydligt, för den           
normala processen att hitta den rätta inlärningshastigheten. Detta gjordes för          
varje modells lager som skulle tränas på tränings datamängden. Bild 26 nedan,            
visar grafen från learning rate finder för det sista lagret i ResNet-34. Utifrån             
grafen, valdes en punkt x ut där derivatan är som mest negativ.     0.5 0 )  ( × 1 −3         
Från punkten valdes därefter intervallet ut. Inom detta      1 0× 1 −3 < x < 1 0× 1 −2    
parameter intervall finns den optimala inlärnings hastigheten som användes av          
SGDR för att inlärningen ska bli så effektiv som möjlig.  

 

Bild 26. Inlärnings hastighetstest för de sista lagren/blocket i ResNet-34. Y-axeln indikerar 
vilket värde för fel funktionen och x-axeln indikerar värdet för inläningshastigeten. 
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5.2 Modellernas prediktions jämförelse 

Tabellen nedan visar jämförelsen mellan de tränade 3D ResNet modellerna          
utifrån datamängden Surveillance Camera Fight. Resultatet visar på att 3D          
ResNet-34 har bästa noggrannheten. 

Tabell 2. Resultatet för modellerna som tränades på Surveillance Camera Fight datamängden.            
Varje modell är förtränad på olika datamängder. K (Kinetics-700) och KM (Kinetics-700 +             
Moments in Time) är datamängder. 

 

Tabellen 2 visar på att Kinetics-700 är mest lämpad för att extrahera            
egenskaperna hos handlingar samt händelser från Surveillance Camera Fight         
datamängden. Eftersom modellens prediktion är sämre för alla KM förtränade          
modeller, tyder detta på att det gäller att ha rätt typ av data för ett specifikt                
problem. KM innehåller andra typer av objekt (inte enbart mänskliga          
aktiviteter), vilket resulterade att modellen predikterar sämre på datamängden         
Surveillance Camera Fight.  
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Modell Förtränad 
datamängd 

Noggrannhet i procent 
(accuracy) 

ResNet-34 K 93.33 

ResNet-34 KM 86.67 

ResNet-50 K 91.67 

ResNet-50 KM 86.76 

ResNet-101 K 86.67 

ResNet-101 KM 75.00 

ResNet-200 K 91.67 

ResNet-200 KM 85.00 
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5.2 Utvärdering av modellen 

Bild 27 nedan visar att utifrån ResNet-34’s fel funktion går det att se att både               
träning- och valideringskurvan finner sitt globala minimum genom att kurvorna          
till sist konvergerar. 

 
Bild 27. Felfunktion under 40 epoker för ResNet-34. 

Resultatet för testningen av ResNet-34 på test datat, visar att modellen klarar            
att klassificera det binära problemet utifrån nya kameraövervakningssekvenser.        
I bild 28 visas detta på genom att prediktions resultatet visas högst upp i              
videon.  

 

 
Bild 28. De övre två bilderna är normala beteenden, där modellen även påstår att det är 

normalt beteende som pågår (no fight). De nedre två bilderna visar på ett onormal beteende, 
där modellen påstår att det är ett slagsmål (fight) . 1

1 https://github.com/Linkanblomman/Fight_recognition 
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6 Slutsats 
Under projektet har flera olika komplexa/djupa förtränade modeller        
implementeras. Användningsområden har analyserats och den modell       
arkitektur som valdes för slagsmålsigenkänning var 3D CNN, mer specifikt 3D           
ResNet. 3D CNN’s är ett bättre val, på grund av att de tar hand om               
informationen från videoklipp bättre än till exempel 2D CNN. Modellerna          
implementeras via PyTorch och tränades sedan på en datamängd angående          
övervakningskamera material. Utifrån detta har modellerna utvärderats och        
därefter valdes modellen 3D ResNet-34, eftersom den är mest lämpad för att            
handskas med det binära igenkänningsproblemet. Modellen identifierade       
handlingen/händelsen som antingen ett onormalt- eller normalt beteende med         
en noggrannhet på 93.33%. 

6.1 Etisk och samhällsdiskussion 
Video igenkänning kan göra stor påverkan för samhället i stökiga och oroliga            
miljöer. Specifikt för att det går att identifiera handlingen/händelsen på ett           
effektivare sätt. Det medför att det går att interagera och förhoppningsvis rädda            
upp den urartade situationen. Igenkännings modeller kan även kunna användas          
för företag inom restaurang/bar branschen eller till och med av polis för            
fängelse övervakning etc. 

Det mest omtalade kring övervakningskameror är integritetsfrågan. Kan till         
exempel befolkningen tappa förtroendet för myndigheter om de sätter upp ett           
storskalig antal övervakningskameror i de mest utsatta områderna? Det är          
såklart bra att övervakningskamerorna kan användas för att minska antal          
misshandelsfall men de missgynnas dock om det börjas användas för annat           
bruk. Det samhället måste ta ställning till är om det är viktigare med den              
personliga integriteten, vilket ökad kameraövervakning kan inkränkta på, mot         
att ha ett samhälle där alla kan känna sig trygg i, men som kan komma att                
kräva övervakning i form av kameraövervakning. 

6.2 Förslag till framtida forskning  
Det finns fortfarande potentiella förbättringa kring projektet. För en pålitligare          
modell bör en större datamängd övervakningsmaterial användas. Det kan bidra          
till en bättre prediktion utifrån andra miljöer och situationer. Det kan också            
bidra med att använda övervakningsmaterial från olika klimatförhållanden.        
Detta medför att modellens prediktion inte försämras beroende på olika          
väderförhållanden.  
Det går även att applicera ytterligare modeller för objektigenkänning, som kan           
identifiera den urartade situationen och skicka videoklippet vidare till         
projektets bildigenkänningsmodell.  
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